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基于机器学习算法的非饱和土水特征曲线预测∗

张夏阳 1， 高 游 1， 于 响 2， 何 伟 1
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摘要 : 土水特征曲线（SWCC）是研究非饱和土渗透、强度预测与本构关系的基础。机器学习算法具有高效处理大

量数据和特征提取等特点。采用六种机器学习算法（四种集成学习和两种传统机器学习算法）对美国非饱和土数

据库中的 154 条 SWCC 包含 1976 个数据点进行模拟；并使用四个性能评价指标（R2、EVS、MAE 和 RMSE）评价算

法的性能。选取两种数据输入的方式：对压力水头进行对数处理和未处理两类。结果表明，在两种输入情况下，对

LightGBM、XGB、RF 和 AdaBoost 算法的影响很小；但是对 GPR 和 SVM 两种传统机器学习算法的影响很大，在未

进行对数处理情况下，R2 降低明显甚至会出现无法模拟 SWCC 的情况。此外，LightGBM 对 SWCC 测试集的模拟

效果上均优于其他模型，拥有高的趋势评价指标（R2 和 EVS）和低的误差测量指标（MAE 和 RMSE）；六种算法对

SWCC 模拟的优劣的排列顺序依次为：LightGBM、GPR、XGB、RF、AdaBoost 和 SVM。最后，利用已训练好的

LightGBM 模型对 9 条不包含在数据库内的 SWCC 数据进行预测，结果显示 LightGBM 能够较好地预测非饱和土

的土水特性。研究结果对提升不同类型土的 SWCC 预测具有重要的指导意义。
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Abstract: The soil water characteristic curve (SWCC) is fundamental for studying the permeability, 
strength prediction, and constitutive relationships of unsaturated soils. Machine learning algorithms 
are characterized by their efficiency in large dataset processing and feature extraction. This study used 
six machine learning algorithms (four ensemble learning and two traditional machine learning algo‐
rithms) to simulate 154 SWCCs with 1976 data points from the United States Unsaturated Soil Data‐
base. Four performance evaluation indicators (R2, EVS, MAE, and RMSE) were used to assess the 
algorithms' performance. Two types of data input methods were selected: one with logarithmic pro‐
cessing of matric suction, and the other without any transformation. The results showed that, under 
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both input types, the effect on the LightGBM, XGB, RF, and AdaBoost algorithms was minimal. 
However, the two traditional machine learning algorithms, GPR and SVM, were significantly affect‐
ed. Without logarithmic transformation, R2 decreased noticeably, and in some cases, the SWCC 
could not be simulated. Additionally, LightGBM outperformed other models in simulating the SWCC 
for the test set, with higher trend evaluation indicators (R2 and EVS) and lower error measurement in‐
dicators (MAE and RMSE). The ranking of the six algorithms in terms of SWCC simulation perfor‐
mance was as follows: LightGBM, GPR, XGB, RF, AdaBoost, and SVM. Finally, the trained 
LightGBM model was used to predict 9 SWCC datasets not included in the original database. The re‐
sults showed that LightGBM could effectively predict the soil water characteristics of unsaturated 
soils. The findings provide important guidance for improving SWCC predictions for different types of 
soils.
Keywords: unsaturated soil; database; soil water characteristic curve; machine learning; prediction

0 引　言

非饱和土的持水特性是影响边坡稳定和水土

流失的重要因素之一，直接影响其抗冲刷能力和抗

滑性能［1‐2］。具有较好的持水特性的土体能够在一

定程度上减缓水流速度，从而减少了冲刷和侵蚀的

可能性。因此，在考虑边坡稳定和水土流失问题

时，需要充分考虑土体的持水特性。

非饱和土的持水特性通常用土水特征曲线

（SWCC）表示，即土体孔隙中水分含量和吸力之间

的关系［3‐4］。广吸力范围内的 SWCC 一般需要联合

压力板法、滤纸法和饱和盐溶液蒸汽平衡法等试验

方法量测［5‐7］。然而，这些方法的试验过程繁琐且耗

时。为此，学者们提出各种 SWCC 拟合方程。比

如，经典的 VG 与 FX 的土水模型［8‐9］、考虑毛细水和

吸附水影响的土水模型［10‐11］和考虑粒径级配影响的

土水模型［12］等。这些模型通常包含许多拟合参数，

且不同类型土的拟合参数差异很大。这也导致这

些理论模型在模拟不同类型土的 SWCC 效果不佳。

近年来，由于机器学习算法具有高效处理大量

数据和特征提取等特点，在数据处理、图像识别和

语音识别等领域均被广泛应用［13‐14］。许多学者将其

应用于非饱和土水力特性领域的研究，并取得了良

好的研究成果［15‐19］。如，M. G. Schaap 等［15］使用神

经网络对砂土的脱湿 SWCC 进行建模，获得较好的

模拟结果。 K. Lamorski 等［16］基于波兰矿物土的

SWCC 数据库，采用支持向量机（SVM）和人工神经

网络（ANN）对其进行训练和测试，指出 SVM 预测

SWCC 的效果更好。陈勇等［17］整理了国内外 350 余

组 SWCC，采用多元回归、XGBoost和随机森林 3 种

回归模型对数据集进行验证计算，发现 XGBoost 模
型预测效果最好。W. Qin 等［18］通过引入粒子群算

法对 SVM 参数进行优化，并对黄土 SWCC 进行预

测，得出的新方法比以往报道的模型具有更高的准

确性。J. Zhan 等［19］使用随机森林算法（RF）对黄河

下游冲积平原区土的 SWCC 进行建模分析，通过实

测值验证了算法的有效性。为了充分评估不同算

法预测 SWCC 的性能，有必要对其进行详细分析。

本文采用六种机器学习算法（四种集成学习算

法和两种传统机器学习算法）模拟美国非饱和土数

据库［20］的 SWCCs，所选数据集为 154 条 SWCCs 包

含 1976 个数据点。为了对比不同算法模拟性能，使

用决定系数（R2）、可释方差得分（EVS）、平均绝对

误差（MAE）和均方根误差（RMSE）对每种算法的

模拟结果进行对比和分析。最终，通过利用训练好

的模型对训练集之外的 SWCC 进行预测和分析，进

一步验证不同类型的非饱和土 SWCCs预测能力。

1 数据分析

UNSODA 数据库包含了不同地区和不同类型

的非饱和土 SWCCs。本文从 UNSODA 数据库中

选取 154 条 SWCCs 包含 1976 个数据点作为数据

集［21］。选择干密度（ρd）、比重（Gs）、饱和含水量（θs）、

黏粒含量（Fclay）、粉粒含量（Fsilt）与压力水头（H）作

为输入变量，含水量（w）作为输出变量。表 1 为本

文所使用数据集的统计描述，为全面、有效地反映

数据集的特征，本文以平均值、标准差、最小值、Q1、
Q2 和 Q3 统计数据集的输入变量。
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图 1 为 6 个输入变量之间的斯皮尔曼（Spear‐
man）相关系数（rs）矩阵图，|rs|值越接近 1，表明两个

变量之间存在越强的正相关（或负相关）关系。从

图中可知：比重与粉粒含量之间相关性最弱（|rs|=
0.01）；压力水头与黏粒含量之间的相关性较弱（|rs|=
0.20）；干密度与黏粒含量之间的相关性适中（|rs|=
0.49）；而干密度与饱和含水量之间的相关性最强

（|rs|=0.83）。根据 rs的绝对值大小可将相关性程度

划分为 4 个等级［22］，分别为很弱、较弱、中等与很强，

见表 2。

2 预测结果与讨论

2.1 理论基础

为了评价六种机器学习算法的预测性能，选取

四种性能评价指标：决定系数（R2）、可释方差得分

（EVS）、平 均 绝 对 误 差（MAE）和 均 方 根 误 差

（RMSE）。表 3 和表 4 分别列出了本文使用的机器

学习算法和性能评价指标公式。

2.2 六种机器学习算法的性能

在本文中，将数据集的 80% 作为训练集，剩余

表 1 数据集的统计描述

Table 1 Statistical description of the database

统计

描述

平均值

标准差

最小值

Q1(25%)

Q2(50%)

Q3(75%)

最大值

输入变量

ρd/(g·cm-3)

1.48

0.19

1.01

1.34

1.49

1.61

1.97

Gs

2.65

0.04

2.50

2.62

2.65

2.66

2.80

θs

0.42

0.09

0.23

0.36

0.41

0.48

0.66

Fclay/%

21.57

17.85

0

4.92

17.90

33.82

76.36

Fsilt/%

29.74

20.61

0

16.48

27.80

42.70

85.46

H/cm

1747

4026

0.01

30

80

690

16 540
注: Q1、Q2 和 Q3 分别为第一、第二和第三四分位数

图 1　输入变量的斯皮尔曼相关系数矩阵

Fig.1　Spearman correlation matrix of input variables

表 2 基于 rs值的相关性划分

Table 2 Correlation classification based on rs values

rs(绝对值)

0.00~0.19

0.20~0.39

0.40~0.59

0.80~1.00

等级

很弱

较弱

中等

很强

输入变量

H与 ρd, H与Gs, H与 θs, H与 Fsilt,
ρd与Gs,Gs与 θs,Gs与 Fclay,Gs与 Fsilt

H与 Fclay,ρd与 Fsilt,θs与 Fsilt

ρd与 Fclay, θs与 Fclay, Fclay与 Fsilt

ρd与 θs

表 3 本文使用的机器学习算法

Table 3 Machine learning algorithms used in this study

名称

LightGBM

XGB

Ada Boost

RF

GPR

SVM

特征

基于决策树的学习算法，主要通过构建多个

决策树提高模型的预测能力；适用于大规模、

高维度数据集

加权决策树构建强模型，逐步提高整体模型

的预测能力；适用于大规模、高维度数据集

通过迭代，将前一轮强学习器的学习结果与

当前一轮弱学习器的学习结果加权；适用于

中小型数据集

若干决策树学习器的集合，该集合中的每个

决策树学习器均可估计一个分类；适用于高

维,大规模数据集

利用高斯过程先验知识对样本数据进行回归

分析的非参数回归模型；适合小规模数据集

最大间隔分类，使用核函数，支持高维特征空

间，稀疏性；适用于样本量相对较少的高分类

精度数据集

表 4 本文使用的性能评价指标

Table 4 Performance evaluation indicators used in this 
study

评价指标公式

R2 = 1 - ∑i= 1
m ( yp - ym )2

∑i= 1
m ( yp - yme )2

EVS = 1 -
var ( yp - ym )
var ( ym )

MAE = ∑i= 1
m || yp - ym

m

RMSE = ∑i= 1
m ( yp - ym )2

m

附注

当 R2=1，完全预测；R2=0，
yme=ym；R2＜0，yme优于 ym

当 EVS 接近 100% 时，

该模型表现更好

当 MAE 值越接近 0 表示

预测性能越好

当 RMSE 值越接近 0 表示

预测越准确

注 :ym 为实测值；yp 为预测值；var为方差；yme 为实测值的平均值；

m为总数据量
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的 20% 为测试集［23‐24］。80∶20 的划分比例在数据利

用率和评估可靠性方面取得了较好的平衡。这种

比例确保了模型有足够的训练数据，同时测试集的

规模也足够大，以提供可靠的性能评估。表 5 为数

据集的输入与输出参数。由表可知，本研究选取两

种数据输入的方式：对前期输入数据的压力水头进

行对数处理和未处理两类，分别标号为 No. 1 和

No.2。
图 2 为利用六种机器学习算法训练得到含水量

预测值与实测值的对比。压力水头输入为对数处

理后的，即类别 No.1。从图中可以看出，六种算法

训练集的 R2 都在 0.99 及以上。这表明训练集数据

的预测值均接近实测值，而数据越贴近 1∶1 回归线，

表明算法性能越好。从测试集的 R2 值大小对算法

进行评价可知，LightGBM 模拟 SWCCs 的性能最

好，其测试集 R2 为 0.985；次之为 GPR 与 XGB 的测

试集 R2 分别为 0.984 与 0.982，排第二与第三；随后

为 RF 与 AdaBoost，其 测 试 集 R2 分 别 为 0.974 与

0.973，排第四与第五；SVM 的测试集 R2为 0.953，在
六种算法中最低。

表 6 为六种算法分别在对数/非对数压力水头

两种情况下测试集的四项性能指标的统计结果。

由表可知，在表 5 中两种输入情况下，四种集成学习

算法的趋势评价指标（R2 和 EVS）和误差测量指标

（MAE 和 RMSE）变化并不明显，其中 LightGBM 与

XGB 的 R2 并未降低，而 RF 与 AdaBoost 的 R2 只降

低了 0.002 和 0.003，说明将压力水头进行对数处理

与否并不影响集成学习算法的预测性能。然而，对

于传统机器学习算法，当压力水头不取对数后，

GPR 的 R2 从 0.982 降 低 到 了 0.901，降 低 幅 度 为

8.25%，SVM 从 0.954 降低到了 0.490，降低幅度为

48.64%，说 明 将 压 力 水 头 对 数 处 理 能 大 幅 提 高

GPR 与 SVM 的预测能力。

基于上述分析，建议取对数下的压力水头数据

进行后期数据的训练和测试。图 3 为基于压力水头

对数形式下四个性能指标对六种机器学习算法的

评估统计结果。从图中可知，LightGBM 在预测含

水量方面表现最好，拥有最高的趋势测量指标（R2

和 EVS），以 及 较 低 的 误 差 测 量 指 标（MAE 和

图 2　基于压力水头对数形式下六种算法的预测值与实测

值对比

Fig.2　Comparison of predicted and measured values of six al‐
gorithms based on logarithmic processing of matric 
suction

表 5 六种机器学习算法的输入和输出参数

Table 5 Input and output parameters of six machine 
learning algorithms

输入

形式

No.1
No.2

训练集/
%
80
80

测试集/
%
20
20

输入

ln(H),ρd,Gs,θs,Fclay,Fsilt

H,ρd,Gs,θs,Fclay,Fsilt

输出

w

w

表 6 不同输入形式下六种算法测试集的性能指标值

Table 6 Performance indicators of test sets for six 
algorithms under different input types

算法

LightGBM

GPR

XGB

RF

AdaBoost

SVM

输入形式

No.1
No.2
No.1
No.2
No.1
No.2
No.1
No.2
No.1
No.2
No.1
No.2

R2

0.985
0.985
0.984
0.901
0.982
0.982
0.974
0.972
0.973
0.962
0.953
0.490

EVS
0.985
0.985
0.984
0.901
0.982
0.982
0.974
0.970
0.973
0.968
0.953
0.493

MAE
0.011
0.011
0.009
0.026
0.013
0.013
0.015
0.015
0.016
0.017
0.015
0.058

RMSE
0.017
0.017
0.017
0.041
0.018
0.018
0.022
0.022
0.022
0.024
0.029
0.098
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RMSE），其次是 GPR、XGB、RF 与 AdaBoost。而

SVM 在预测含水量方面表现出最差的预测性能，其

趋势评价指标（R2 和 EVS）在所有算法中最低并且

误差测量指标（MAE 和 RMSE）最高。

图 4 为基于压力水头对数形式下六个输入变量

的特征重要性，从图中可以看出，压力水头在所有

算法的预测过程中均表现出最高的重要性，相对重

要性在 39.74% 到 48.97% 范围内，平均重要性为

44.08%，其次是黏粒含量（24.97%）、饱和含水量

（13.87%）、粉粒含量（7.90%）、干密度（5.78%）和比

重（3.39%）。

为了进一步验证训练模型的预测效果。从

UNSODA 中随机选取 9 组未经训练的 SWCCs数据

（包含 133 个数据点）作为验证数据，验证数据的基

本物理特性如表 7 所示。使用训练好的 LightGBM
模型对这 9 组 SWCC 数据进行预测，预测结果如

图 5 所示。从图中可以看出，整体预测的 R2与 EVS
分 别 为 0.888 与 0.892，MAE 为 0.040，RMSE 为

0.047。表明 LightGBM 表现出良好的预测能力，预

测值与实测值都与回归线贴近。

3 结  论

（1） LightGBM 对 SWCCs测试集的模拟效果上

均优于其他模型，拥有较高的趋势评价指标（R2=
0.985 和 EVS=0.985）和 较 低 的 误 差 测 量 指 标

（MAE=0.011 和 RMSE=0.017）；六种算法依次对

SWCCs 模拟优劣的排列顺序为：LightGBM、GPR、

XGB、RF、AdaBoost和 SVM。

（2） 在两种压力水头输入情况下，对 LightG‐
BM、XGB、RF 和 AdaBoost 算法的影响很小；但是

对 GPR 和 SVM 两种传统学习方法的影响很大，在

图 3　基于压力水头对数形式的机器学习算法性能评估

Fig.3　Performance evaluation of machine learning algorithms 
based on logarithmic processing of matric suction

图 4　基于压力水头对数形式的输入变量特征重要性分析

Fig.4　Feature importance analysis of input variables based 
on logarithmic processing of matric suction

表 7 验证数据的基本物理特性

Table 7 Basic physical properties of validation data

编码

2611
2614
2680
2740
2742
2743
4680
4681
4790

输入变量

ρd/(g·cm-3)
0.92
1.72
1.14
0.73
0.75
0.71
1.1
1.08
0.96

Gs

2.49
2.83
2.49
2.48
2.47
2.48
2.46
2.48
2.40

θs

0.507
0.383
0.594
0.698
0.66
0.701
0.555
0.578
0.504

Fclay/%
32.36
37.39
26.91
27.3
35.71
43.25
55.82
62.11
29.22

Fsilt/%
37.94
38.51
28.09
41.16
31.59
33.1
35.18
28.49
24.08

图 5　LightGBM 预测验证数据

Fig.5　LightGBM prediction of validation data
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未进行对数处理情况下，R2降低明显甚至会出现无

法模拟 SWCCs的情况。

（3） 基于特征重要性分析可知，压力水头、黏粒

含量、饱和含水量和粉粒含量是影响机器学习算法

预测 SWCC 的重要因素。其中压力水头是最重要

的影响因素，特征重要性在 39.74% 至 48.97% 之

间，平均重要性为 44.08%。
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