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摘要: 灾害监测与预测是岩土工程领域至关重要的任务之一，但工程监测数据中的非平稳性和非线性一直是预测

的难点。为应对此挑战，引入数据驱动算法极限学习机（ELM）、长短时记忆神经网络模型（LSTM），结合自适应噪

声完备集合经验模态分解（CEEMDAN）和麻雀搜索算法（SSA），提出了一种改进的地铁车站深基坑变形组合预测

模型。首先，通过 CEEMDAN 将支护桩水平位移序列分解为趋势项和波动项，降低数据的非平稳性。其次，为充

分考虑分解序列差异的非线性特征，分别采用 SSA 优化后的 ELM 和 LSTM 模型对低频趋势项与高频波动项进行

预测，并将结果叠加重构为最终预测值。最后，以郑州市某地铁车站深基坑为例，通过设置消融实验、对比实验和

泛化性验证实验，系统评估了模型的准确性与实用性。结果表明：该模型在精度和稳定性方面显著优于其他模型，

其中 R2 提升了 2.88%~23.62%，RMSE 和 MAPE 分别降低了 6.63%~41.13%、8.08%~64.79%。这充分说明模型

在应对数据非平稳性和捕捉非线性特征方面表现出色，具备良好的可靠性和广泛的应用前景，可为岩土工程中的

灾害防治提供新的思路和技术支持。
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Abstract: Disaster monitoring and prediction are critical tasks in geotechnical engineering. However, 
the inherent non-stationarity and non-linearity of engineering monitoring data have long posed challeng‑
es for accurate forecasting. In response to this challenge, this study proposes an improved combination 
prediction model for the deformation of deep foundation pits in subway stations. The model integrates 
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data-driven algorithms, including Extreme Learning Machine (ELM) and Long Short-Term Memory 
(LSTM) neural networks, along with Complete Ensemble Empirical Mode Decomposition with Adap‑
tive Noise (CEEMDAN) and the Sparrow Search Algorithm (SSA). Initially, CEEMDAN was em ‑
ployed to decompose the horizontal displacement sequence of the retaining piles into trend and fluctua‑
tion components, thereby reducing the data's non-stationarity. Furthermore, to fully capture the non‑
linear characteristics of the differences among each decomposed sequence, SSA-optimized ELM and 
LSTM models were employed to predict the low-frequency trend component and high-frequency fluc‑
tuation component, respectively. The results were then combined to reconstruct the final prediction 
values. Finally, the accuracy and practicality of the model were systematically evaluated through abla‑
tion, comparative and generalization validation experiments using a deep foundation pit example in 
Zhengzhou subway station. The results demonstrated that the proposed model exhibited superior per‑
formance in terms of both accuracy and stability when compared to other models. The R² improve‑
ments ranged from 2.88% to 23.62%, while the reductions in RMSE and MAPE were observed to be 
between 6.63% and 41.13% and between 8.08% and 64.79%, respectively. The model's efficacy in 
addressing data's non-stationarity and capturing nonlinear features is evident, offering high reliability 
and broad application prospects. The model provides novel insights to and technical support for disas‑
ter prevention in geotechnical engineering.
Keywords: foundation pit engineering; retaining pile; deformation monitoring; combination forecast; 

deep learning

0 引  言

城市土地资源的紧张稀缺极大地促进了地下

空间的开发与利用，基坑工程作为地下空间的建设

基础，对地下空间的高效安全发展至关重要。然

而，深大基坑工程数量日益增长的同时周边环境也

变得更加复杂，这使得地下工程施工建设面临着极

大的安全风险［1］。变形预测作为基坑工程防灾减灾

的核心内容，其精确性和时效性直接关系到工程的

安全性与稳定性［2］。然而基坑是一个受自然环境、

地质条件、支护结构和人类工程活动等多种因素共

同作用的多维非线性动力系统，建设过程中风险和

隐患因素的大量聚集和耦合，导致安全事故频繁发

生。因此，开展地铁车站深基坑施工期间的变形监

测及动态预测尤为重要。

长期以来，由于变形序列具有复杂的非线性和

非平稳性，导致很难对其进行准确预测。目前的预

测模型主要分为正分析和反分析两大类，其中正分

析法是一种通过确定相应工程的本构模型和参数，

选择合适的解析理论［3‑4］、经验公式［5‑6］或数值模

拟［7‑8］进行求解的方法。但是考虑到地下岩土体地

质和施工现场的随机性和不确定性［9］，试图采用某

种或者几种分析模型反映其力学性质是不现实的，

且部分参数多为经验取值，在一定程度上也会影响

预测精度［9］。因此，以数据驱动为核心的智能算法

预测已经成为新兴研究方向。作为一种反分析法，

智能预测法是从大量的现场资料和实测数据出发，

避开基坑变形影响因素和变形值之间的复杂非线

性关系，利用智能算法分析数据在时序方面的规律

和趋势，从而实现监测数据与时间映射关系的预

测，因此在变形预测领域得以迅速发展［10］。

近年来，机器学习算法已被广泛应用于工程预

测 领 域 ，如 支 持 向 量 机（SVM）［11］、随 机 森 林

（RF）［12］、极端梯度提升（XGBoost）［13］、灰色预测［14］

和极限学习机（ELM）［15］等。然而，这些算法的性能

在很大程度上取决于超参数的合理设定。刘银涛

等［16］研究了超参数对模型预测性能的显著影响，对

比了麻雀搜索（SSA）、遗传（GA）和粒子群（PSO）

三种算法对 ELM 模型的优化效果，结果表明 SSA
在提升 ELM 的预测精度和稳定性方面效果尤为显

著。然而，以上传统机器算法更适合预测以周期性

变形为主的平稳序列，且这种方法大都是静态的，

无法充分捕捉基坑复杂的非线性特征。与此相比，

深度学习算法能够构建并优化深层网络结构，在处

理高维长时间序列时表现优越。A. Mahmoodzadeh
等［17］对比了多种智能算法在隧道施工地层最大沉

降预测中的性能，结果表明长短时记忆神经网络

35



（LSTM）和深度神经网络（DNN）等深度学习算法

在考虑长期依赖关系时显著优于传统方法。部分

学者［18‑19］对比了神经网络在支护桩水平变形上的预

测结果，发现 LSTM 比反向传播（BP）神经网络表

现出更好的预测精度。

上述方法证实了深度学习在变形预测方面的

可行性。然而，变形数据不仅具有非线性，还表现

出显著的非稳态特征。若直接采用单一模型进行

预测，很难达到理想的预测精度。因此，基于“分

解‑预测‑重构”和多模型融合策略的预测方法已经

逐步应用于变形预测领域。部分学者［20‑22］提出了将

小波变换（WT）分解算法与各种模型进行组合预

测，用以弥补单一预测方法的局限性。汤俊等［23］对

比了 WT、经验模态分解（EMD）和自适应噪声完备

集合经验模态分解（CEEMDAN）的去噪效果，结果

表明 CEEMDAN 在处理复杂变形序列时具有更强

的分解能力。 Y. Cao 等［24］研究了 CEEMDAN 与

LSTM 的组合预测效果，发现 CEEMDAN 能够有

效提高模型对小样本非平稳序列的预测精度。然

而现有的组合模型多未充分考虑分解后各子序列

在频率、幅值和时序上的特性差异，通常采用同一

模型进行预测。这种处理方式在应对多尺度、多类

型数据时存在局限性，影响了模型在复杂变形预测

中的鲁棒性。

为解决这一问题，本文提出了 CEEMDAN ‑
SSA‑ELM‑LSTM 组合预测模型。首先，该模型采

用 CEEMDAN 将位移数据分解为趋势项和波动

项，以降低数据的非平稳性。接着，针对趋势项与

波动项不同的非线性特性，分别采用 SSA 优化的

ELM 和 LSTM 进行预测，从而提高模型对多尺度

特征的捕捉能力。最终，将各分量预测结果重构为

完整的位移预测结果。为验证模型的有效性，本文

设计了消融实验以探讨优化与分解模块对预测精

度的贡献，并进一步进行了多模型对比和泛化性验

证实验，以评估模型在深基坑支护桩变形预测中的

优越性。研究结果可为地下工程的变形预测和控

制提供一种有效的技术手段，并为施工过程中的变

形管理和决策提供重要的预警和指导依据。

1 CEEMDAN⁃SSA⁃ELM⁃LSTM 组

合预测模型

本文提出的 CEEMDAN‑SSA‑ELM‑LSTM 组

合预测模型的具体实现流程如下：

（1） 数据预处理。为提高数据质量和预测精

度，需要对缺失值和异常值进行插值或删除，数据

清洗完成后再开展数据归一化。

（2） 数据分解。利用 CEEMDAN 将预处理后

的变形监测数据分解成频率不等、物理特性不同的

子序列，形成趋势项位移和波动项位移。

（3） 采用 SSA‑ELM 模型预测趋势项位移。趋

势项反映了基坑位移的整体长期变形规律，呈现出

明显增长趋势，波动性较弱。因此，本文采用 SSA‑
ELM 预测规律性较强的低频趋势项，通过设置

SSA 寻找最优的连接权重和偏置值，并使用优化好

的参数构建 ELM 模型预测趋势项位移。

（4）采用 SSA‑LSTM 模型预测波动项位移。

波动项位移可以描述为基坑位移受到自然条件、周

边环境等短期因素扰动的结果，LSTM 因其特殊的

记忆单元能够有效处理波动性强、规律性差的时间

序 列 ，因 此 本 文 采 用 LSTM 预 测 高 频 波 动 项 。

LSTM 模型训练效果受到隐藏层神经元个数（Nu）、

学习率（lr）、迭代次数（epochs）和批大小（batch‑size）
等超参数影响，需要采用 SSA 算法寻找 LSTM 模型

参数的最优组合。

（5）最后，将趋势项和波动项预测值叠加重构

为最终预测值。组合模型的具体构建流程如图 1
所示。

1.1 CEEMDAN分解算法

为解决现有分解算法存在的模态混叠和白噪

声残留问题，M. E. TORRES 等［25］提出了一种改进

算法 CEEMDAN，该算法具体实现过程如下：

（1） 向原始的位移序列 x（t）加入不同幅值 ε 的
高斯白噪声 ω ( t )，即 X ( t ) = x ( t ) + εωn( t )。

（2） 利用 EMD 算法对 X（t）进行 N 次重复分解

得到第一个 IMF 分量，同时经过计算可得此时的残

余信号 r1（t）。

- -- ----- --IMF1 = 1
N ∑

i = 1

N

IMF i
k( t ) （1）

r1( t ) = x ( t ) - - -- ----- --IMF1 （2）
（3） 利用同样的方法，向第一个残余信号 r1（t）

中添加高斯白噪声 ε1 E 1( ωi( t ) )，再次进行 N 次重复

分解得到第二个 IMF 分量和残余信号。

- -- ----- --IMF2 = 1
N ∑

i = 1

N

E 1( )r1( )t + ε1 E 1( )ωi( )t （3）
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r2( t ) = x ( t ) - - -- ----- --IMF2 （4）
（4） 重复上述操作，直至残余信号变为单调函

数，再也无法进行分解时即停止。此时共得到 K 个

固有模态函数和一个最终残余量 R（t）。

R ( t ) = x ( t ) - ∑
i = 1

K

IMF k （5）

经过 CEEMDAN 分解后，原始的基坑位移序

列可以分解为一个趋势项和 K 个波动项，即：

x ( t ) = R ( t ) + ∑
i = 1

K - -- -----IMF i （6）

1.2 SSA优化算法

SSA 是受麻雀觅食行为启发而提出的智能优

化算法［26］，其中发现者、加入者和警戒者通过不断

优化个体位置以找到全局最优参数。

发现者位置转移更新公式为：

x ( n + 1 )
i,j =

ì

í

î

ïïïï

ïïïï

xt
i,j ⋅ exp ( )- i

α ⋅ i
, R 2 < ST

x ( n )
i,j + Q ⋅ L, R 2 ≥ ST

（7）

式中，n 是模型的迭代次数；x ( n + 1 )
i，j 是第 n+1 次迭代

时麻雀 i 在维度 j 的位置信息；α 是随机数；Q是服从

正态分布的矩阵；L表示单位向量；R2 是警戒值；ST

是安全值。

加入者位置转移更新公式为：

x ( n + 1 )
i,j =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

Q ⋅ exp ( )x ( n )
worst - x ( n )

i,j

α ⋅ i
, i > t

2

x ( n + 1 )
p + || x ( n )

i,j - x ( n + 1 )
p ⋅A+ ⋅ L, i ≤ t

2
   （8）

式中，x ( n + 1 )
p 为第 n+1 次迭代时适应度最佳的个体

位置；t 为麻雀种群数量；x ( n )
worst 和 x ( n )

i，j 分别表示最劣

和最优位置；A表示矩阵。当 i > t/2 时，表示加入

者的适应度值较低，需要转移位置觅食。

警戒者位置转移更新公式为：

x ( n + 1 )
i,j =

ì

í

î

ï
ïï
ï

ï
ïï
ï

x ( n )
i,j + β || x ( n )

i,j - x ( n )
bj , mi ≠ m g

x ( n )
i,j + K

|| x ( n )
i,j - x ( n )

worst

( )mi - mw + ε
, mi = m g

   （9）

式中，x ( n )
bj 表示当前处在最安全的位置；β 为步长控

制参数；K 为控制麻雀移动方向的参数；mi、mg、mw

分别表示当前麻雀的适应度值、全局最优和最差适

应度值；ε常数用以避免分母为零。

1.3 ELM 极限学习机

ELM［27］具有随机初始化输入层权重和隐藏层

图 1　CEEMDAN‑SSA-ELM-LSTM 模型预测流程

Fig.1　Flowchart of the CEEMDAN-SSA-ELM-LSTM forecasting process
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阈值的优势，无需迭代调整就可以得出网络输出值。

给定 N 组任意的样本 ( xi，ti ) ∈ Rn × Rm，ELM
输出函数可表示为：

yj( x ) = ∑
i = 1

L

βi g ( ωi ⋅ xj + bi ),j = 1,2,⋯,N   （10）

式中，n、L、m 为输入层、隐藏层和输出层神经元数

量；g（x）为激励函数；ωi 表示输入层和隐藏层之间

的权重；bi 表示隐藏层阈值；βi 表示隐藏层和输出层

之间的权重。

ELM 的训练目标为实际输出值 yj 和理想输出

值 tj之间的差值最小，即：

∑
i = 1

N

 yj - tj = 0 （11）

则上述优化模型可以表示为：

Hβ= T （12）
式中，H为隐含层输出矩阵；β为隐藏层和输出层之

间的权重矩阵；T为网络输出矩阵。

求解线性方程组式得到最小二乘解：

β
⌢

= H+T （13）
式中，H+表示阵H的 Moore‑Penorse 广义逆。

1.4 LSTM 长短时记忆神经网络

LSTM［28］是通过内部的遗忘门、输入门和输出

门机制，动态调整输入信息与神经元连接权重，实

现对长、短期依赖关系的有效捕捉。

遗忘门负责决定从记忆单元中丢弃的信息：

ft = σ (W f( ht - 1,xt ) + bf ) （14）
式中，ft、Wf、bf是遗忘门输出值、权值和偏差；ht-1 是

上一个输出值；xt 是当前输入值；σ 为 Sigmoid 激活

函数。

输入门负责确认记忆单元中保存的新信息：

it = σ (W i( ht - 1,xt ) + bi ) （15）
C͂ t = tan h (W c( ht - 1,xt ) + bc ) （16）

Ct = ft Ct - 1 + it C͂ t （17）
式中，it、Wi、bi分别为输入门的输出值、权值和偏差；

Wc和 bc是候选值的权值、偏差；Ct-1是 t-1 时刻候选

值；C͂ t 是细胞状态候选值。

输出门负责确定输出的信息，其表达式为：

ot = σ (W o( ht - 1,xt ) + bo ) （18）
ht = ot tan hCt （19）

式中，Ot、Wo、bo、ht分别为输出层的输出值、权值、偏

差和输出。

1.5 模型评估指标

为了客观地评估模型的准确性和有效性，本文

采用决定系数 R2、均方根误差 RMSE 和平均绝对百

分比误差 MAPE 作为评估指标。R2 反映了预测模

型 的 拟 合 程 度 ，其 值 越 逼 近 于 1 越 好 ；RMSE、

MAPE 则是越小越好，说明预测值与真实值误差

小、预测效果好。各指标的计算公式如下：

R2 = 1 -
∑
i = 1

n

( )C i - C i '
2

∑
i = 1

n

( )C i -
-
C

2
（20）

RMSE =
∑
i = 1

n

( )C i '- Ci
2

n
（21）

MAPE = 1
n ∑

i = 1

n |

|
|
||
||

|
|
||
| C i '- Ci

Ci
× 100% （22）

式中，Ci、
-
C、C i '分别为基坑变形数据的实测值、平均

值和预测值；n 为样本个数。

2 工程实例分析

为验证模型实用性，以郑州市某地铁车站深基

坑工程作为 CEEMDAN‑SSA‑ELM‑LSTM 预测模

型的应用实例 ，并将支护桩水平位移作为预测

指标。

2.1 工程概况

郑州市某地铁站为岛式车站，主体标准段结构

为地下两层单柱两跨结构，长、宽、高分别为 237、
20.1、18 m，采用明挖顺作法施工。图 2 为基坑平面

布置示意，从图中可以看出基坑周边环境复杂，存

在多座在建构筑物（最小距离为 29 m），且开挖范围

内存在雨水管和污水管等多种市政管线。如图 3 所

示，围护结构采用 Ø1000@1500 钻孔灌注桩+三道

图 2　基坑平面布置示意

Fig.2　Schematic diagram of the foundation pit layout
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钢支撑的支护体系，穿越的土层主要为粉土和黏

土，场地浅部地基土体具有轻微湿陷性。因此，有

必要对施工期间的基坑变形情况进行监测、预测，

有利于及时调整施工工艺和支护参数，保障基坑和

周边环境的安全。

2.2 基坑变形特征分析

支护桩水平位移是表征基坑稳定性最直观的

指标，科学合理地解释其演化特征是实现基坑灾害

预测预警的基础。因此，本文选择支护桩的测斜水

平位移数据作为变形预测指标。该基坑共设置了

22 个 测 斜 观 测 点 ，由 于 篇 幅 有 限 ，这 里 以

ZQT‑16‑01 测斜点为例进行分析，如图 4 所示。

在地铁车站的准备、开挖、浇筑和回填的全过

程中，基坑开挖过程是事故发生最多的阶段，因此

需要重点关注该阶段的施工情况。主要施工工况

见表 1。
基坑于 2018 年 4 月 21 日准备开挖，6 月 20 日完

成底板浇筑，直至 6 月 27 日开展下一步工序施工，

ZQT‑16‑01 测点的水平变形数据如图 5 所示。

如图 5 所示，在上部土体侧向主动土压力的作

用下，基坑工况一阶段的水平位移呈现三角形分

布，主要原因在于第一道钢支撑未及时施加。

进入工况二初始阶段时，由于第一道支撑作用

力较弱以及基坑的进一步开挖，导致桩体顶部位移

仍处在加速变形阶段，变形速率为 1.41 mm/d，最大

位移为 13.56 mm；随着第一道支撑结构的逐渐成

型，变形速度明显减缓。这种缓慢的变形趋势持续

到了工况四，此时的平均变形速率为 0.006 6 mm/d，
说明第二道支撑和第三道支撑的作用明显，减缓了

支护桩水平位移变化。

不同于上一阶段的稳定状态，工况五阶段顶部

位移陡然增大的同时伴随着支撑轴力的持续升高，

此时三个钢支撑的变化速率分别为 59.19、52.01、
54 kN/d。研究表明［29］缩短土体暴露时间是控制坑

底施工变形的关键，因此可以看出阶段五的顶部位

移异常增大就是因为前一阶段坑底土体暴露时间

过长（耗时 21 d）引起的。

基坑在工况六阶段完成了底板浇筑工作，此时

各支撑轴力仍然处于加速增长阶段，特别是第二道

图 4　监测点平面布置

Fig.4　Layout plan of monitoring points

表 1 基坑主要施工阶段

Table 1 Main construction phases of the foundation pit

施工工况

工况一

工况二

工况三

工况四

工况五

工况六

时间

4.27
5.16
5.16
5.23
6.13
6.20

施工内容

架设第一道钢支撑

架设第二道钢支撑

架设第三道钢支撑

开挖至坑底，施工垫层、防水层

绑扎底板钢筋、浇筑

底板浇筑完成

图 3　基坑剖面

Fig.3　Profile of the foundation pit

图 5　ZQT-16-01 测点的水平变形数据

Fig.5　Horizontal deformation data of monitoring point ZQT-

16-01
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支撑的轴力于 6 月 20 日达到峰值 666.7 kN。经过分

析发现，这是由于坑边堆载、大型机械的停留造成

的首层钢支撑偏心受力以及后续工况的滞后开展

导致的。虽然最大位移值 17.75 mm 小于变形控制

值 27 mm，基坑整体处于安全状态，但仍需要采取

填充垫块、重新加压等措施，确保每根支撑均达到

预加轴力设计值且受力平衡，同时加强监测频率、

及时开展下一步工序，以确保施工安全、稳定进行。

综上所述，基坑开挖变形监测数据表现出显著

的非线性和非稳态性特征，大大增加了基坑的预测

难度。

2.3 模型的构建与分析

这里以 ZQT‑16‑01 测点 1 m 深度处的实测数据

为例，详细阐述 CEEMDAN‑SSA‑ELM‑LSTM 组

合预测模型的构建过程。旨在有效处理基坑变形

监测数据中的复杂特征，从而提升预测精度和可

靠性。

2.3.1 数据预处理和 CEEMDAN 分解

基坑开挖监测时间范围为 2018 年 4 月 21 日至 6
月 27 日，受仪器、观测人员、天气、施工进度等因素

的影响，监测时间间隔并不固定。为保证数据的一

致性和模型的训练精度，本文对原始监测数据进行

了插值处理。插值处理采用三次多项式插值法，将

非等时距的监测数据插值为等时距数据，插值间隔

设定为 1 d，以便更好地捕捉数据的变化趋势。插值

处理后，数据总量为 62 组。将插值后的数据集划分

为训练集、验证集和测试集，划分比例为 6∶2∶2，以
确保模型的稳定性和泛化能力。

考虑到变形数据分布区间广，为提高计算精

度，本文利用最小最大值归一化方法将数据归一化

到［0，1］的范围。待预测完成后再进行反归一化处

理，还原基坑变形监测数据。公式如下所示：

x′i = xi - xmin

xmax - xmin
（23）

x′= xmin + yi '( xmax - xmin ) （24）
式中，xi表示基坑支护桩水平位移的原始序列；xi

′表

示归一化处理后的序列；xmax和 xmin分别表示原始序

列的最大值和最小值；yi
′表示测试集归一化后的位

移预测序列；x′表示反归一化后得到的测试集位移

预测序列。

考虑到基坑变形具有“时空效应”，为保证模型

可以准确地捕捉基坑波动情况，现采用“4+1”滚动

预测的模式进行预测，即以基坑开挖过程中第 n-
3、n-2、n-1、n 天的监测值作为输入层，对第 n+1
天变形值进行预测输出。再将 n+1 天预测值投入

输入层对 n+2 天进行预测。以此类推，不断滚动地

对模型进行训练，提高模型预测精度。在此基础上

开展 CEEMDAN 自适应分解，结果如图 6 所示。

从图 6 中可以看出，基坑位移是一种典型的混

频复杂序列，经过 CEEMDAN 分解后，各分量相较

于原始序列波形更加规整平滑，有利于根据位移分

解序列曲线的不同特征采用不同模型进行预测。

2.3.2 趋势项位移预测

支护桩水平位移的趋势项表现为明显的累积

增长趋势，因此本文采用 ELM 模型对趋势项进行

预测。鉴于 ELM 的输入层权值和隐含层阈值的随

机生成可能会影响预测结果的稳定性，本文采用

SSA 对这两个参数进行优化。为此，需设置 SSA 的

相关参数：麻雀种群大小为 10，最大迭代次数设为

30，激活函数选用 sigmoid 函数。

通 过 SSA 优 化 ，得 到 的 最 优 输 入 层 权 重 为

［［5.48，2.28］，［-3.28，5.53］，［-4.71，-4.96］，

［6.41，-0.94］］，以 及 最 优 隐 含 层 偏 置 为［0.45，
0.88］。将优化后的权重和偏置代入公式（10）~
（13），用于生成隐含层输出矩阵H，并通过最小二乘

解计算输出层权重，以获得最终的预测输出，从而

实现对趋势项位移的预测。

表 2 展示了 SSA‑ELM 模型对趋势项位移的预

测结果。结果显示，预测的最大相对误差为 0.84%，

最小相对误差为 0.35%，误差区间仅为 0.49%。该

模 型 的 R2 高 达 0.994，RMSE 和 MAPE 分 别 为

1.94e-5 mm、46.22%，表明模型能够充分学习数据

特征，实现对趋势项位移的精确预测。

图 6　ZQT-16-01 测点 1 m 深度的位移数据

Fig.6　Displacement data of monitoring point ZQT-16-01 at 
a depth of 1 m
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2.3.3 波动项位移预测

波动项 IMF1和 IMF2揭示了支护桩水平位移在

不同时间尺度上的波动特性。IMF1表现为高频、大

幅波动，主要受短期内快速变化的荷载影响。分析

表明，基坑开挖初期由于支撑未及时施加，导致主

动土压力的迅速释放，以及施工过程中机械设备进

出产生的临时荷载，均会导致支护桩水平位移中

IMF1的产生。相比之下，IMF2的低频、小幅波动反

映了相对长期荷载的影响，包括支撑逐步成型对变

形的控制作用以及后续工况的滞后施工。可见，波

动项的影响因素较为复杂，增加了预测难度。

然而，LSTM 模型可以直接从历史监测数据中

提取复杂时序特征，能够避免显式考虑各个影响因

素。同时，分解后的各分量为 LSTM 提供了更加细

粒度的时序信息，使 LSTM 能够利用其长期和短期

记忆机制有效捕捉关键的时序特征，从而提升对波

动项位移的预测精度和稳定性。

LSTM 的预测结果对 Nu、lr、epochs 和 batch‑size
等超参数具有高度敏感性，传统的超参数选择多数

依靠人工经验，耗时且主观性较强，难以保证最佳

预测效果。因此，本文采用 SSA 算法对 LSTM 模型

中的超参数进行优化。LSTM 各参数取值范围设

定为：Nu ［2，256］、lr ［0.001，0.2］、epochs ［2，1 000］
和 batch‑size ［2，128］，优 化 算 法 为 Adam，添 加

Dropout 为 0.2 以防止过拟合。SSA 算法的参数设

置与 2.3.2 节一致。通过 SSA 训练得到的各子序列

LSTM 模型的超参数见表 3。
基于此，利用 SSA 优化后的 LSTM 模型对各个

IMF 分量进行预测，并将预测结果相加得到波动项

的 综 合 预 测 值 。 从 图 7 可 以 看 出 ，SSA 优 化 的

LSTM 模型在 IMF1和 IMF2的预测中均表现出良好

的拟合度。综合波动项的评价指标 R2、RMSE、

MAPE 分别为 0.947、0.045 mm、56.30%，进一步验

证了 SSA‑LSTM 模型在复杂波动条件下的高预测

精度与稳定性。

2.3.4 最终预测结果

通过叠加重构趋势项和波动项的预测结果，得

到了基坑支护桩水平位移的最终预测值，结果如图 8
所示。可以看到，测试集前期位移变化平稳，模型

表 2 趋势项位移预测结果

Table 2 Prediction results of trend term displacements

观测时间/d
54
55
56
57
58
59
60
61
62

真实值/mm
14.05
14.36
14.65
14.92
15.16
15.38
15.56
15.72
15.85

预测值/mm
14.10
14.42
14.72
15.00
15.25
15.47
15.67
15.84
15.98

相对误差/%
0.35
0.40
0.46
0.50
0.56
0.62
0.70
0.77
0.84

图 8　ZQT-16-01 测点 1 m 深度的水平位移最终预测结果

Fig.8　Final forecast results of horizontal displacement at 1 m 
depth for monitoring point ZQT-16-01

图 7　波动项位移预测结果

Fig.7　Prediction results of fluctuation term displacements

表 3 各子序列的 LSTM 模型超参数

Table 3 LSTM model hyperparameters for each subse⁃
quence

分量

IMF1

IMF2

Nu

16
28

lr

0.03
0.09

epochs

1 480
964

batch‑size

64
18
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预测值与真实值高度一致，表现出良好的稳定性。

在测试集后半段位移急剧上升的阶段，模型仍能准

确捕捉非线性变化，表明其在复杂工况下的变形预

测中具有较强的适应性。尽管相对误差在后期略

有增加，但总体仍控制在合理范围内。

本模型的 R2 高达 0.979，RMSE 和 MAPE 分别

为 0.379 mm、0.94%。这些精度指标表明，该模型

不仅能够有效预测基坑支护桩水平位移的总体趋

势，还具备良好的稳定性和可靠性。

2.4 消融实验

为探究各个模块对模型整体性能的重要性，以

LSTM 作为基准模型，设计了优化模块、分解模块

的消融实验。为避免偶然性和主观性，以下预测结

果均为 10 次实验结果的均值。

实验一：验证超参数优化模块对 LSTM 模型预

测性能的增强效果。对不进行优化、进行 PSO 优

化、进行 GA 优化、进行 SSA 优化的四种模型预测

结果进行对比。本次实验均采用 RMSE 作为适应

度函数，LSTM、SSA 参数设置与 2.3.3 节保持一致。

PSO 种群规模设为 10，最大迭代次数为 30，学习因

子 c1=c2=0.5，惯性权重取 0.8。GA 种群规模设为

10，最大迭代次数为 30，交叉概率为 0.5，变异概率

为 0.1。各模型预测评价指标见表 4。

从表 4 可以看出，不同优化算法对单一 LSTM
预测性能的提升程度不同，其中 SSA 优化效果最

好 ，R2 提 高 了 4.70%，RMSE 和 MAPE 降 低 了

15.97% 和 9.16%。图 9 为各优化算法的适应度曲

线，可以看出 PSO 收敛速度最快，但其适应度值也

最高，主要是由于 PSO 处理高维、复杂问题的全局

搜索能力不足，易陷入局部最优。GA 则可以通过

模拟自然选择和遗传学过程来提高全局搜索能力，

因此稳定性强的同时收敛速度相对较慢。相比之

下，SSA 算法的整体收敛效果最好，在第 14 次迭代

时就达到了最低适应度值。综上，SSA 算法对提高

LSTM 变形预测精度提升具有显著效果。

实验二：验证分解模块对 LSTM 模型预测性能

的增强效果。对不进行模态分解、进行 EMD 分

解［30］、进行 VMD 分解［31］和进行 CEEMDAN 分解的

四种 LSTM 模型预测性能对比。以上模型均采用

SSA 优化 LSTM 超参数，参数设置与 2.3.3 节保持

一致。VMD 分解之前需要设置模态数 K，本文采用

中心频率法确认了当 K=6 时中心频率趋于稳定，

因此 VMD 模态分解数为 6。预测结果见表 5。

可以看出，没有经过分解的模型预测效果最

差，经过各种分解算法处理的模型性能均优于不分

解模型，这说明对变形数据进行分解重构可以大大

提高预测精度。其中，CEEMDAN 通过引入白噪声

有效减少了 EMD 模态混叠，且其自适应和抗干扰

能力也比 VMD 更强，因此其预测效果最好。这表

明，CEEMDAN 能够高效分解非平稳的基坑变形序

列，为后续预测提供了良好的基础支持。

2.5 不同模型对比分析

为进一步验证所提模型在基坑变形预测中的

优势，现将其与两个单一典型模型和三个组合模型

进行对比。单一模型分别为 BP、门控循环单元网络

（GRU），组合模型包含CEEMDAN‑ARIMA‑LSTM、

CEEMDAN‑SVR‑LSTM、CEEMDAN‑ELM‑GRU。

表 4 优化模块消融实验各模型评价指标

Table 4 Evaluation metrics for each model of the optimi⁃
zation module ablation experiment

模型

LSTM
PSO 优化

GA 优化

SSA 优化

R2

0.831
0.844
0.850
0.870

RMSE/mm
0.645
0.585
0.594
0.542

MAPE/%
2.73
2.46
2.74
2.48

图 9　不同优化算法的适应度曲线

Fig.9　Fitness curves for different optimization algorithms

表 5 分解模块消融实验各模型评价指标

Table 5 Evaluation metrics for each model of the decom⁃
position module ablation experiment

模型

不分解

EMD 分解

VMD 分解

CEEMDAN 分解

R2

0.870
0.887
0.900
0.922

RMSE/mm
0.543
0.635
0.639
0.521

MAPE/%
2.48
2.78
2.74
1.75
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其中，ARIMA 是一种典型的时间序列统计预测模

型，SVR 和 BP 为常用的机器学习模型，GRU 是预

测时间序列最佳的深度学习算法之一。组合模型

均采用 CEEMDAN 和 SSA 作为分解和优化算法，

区别在于各子序列采用的预测模型不同，即验证

ELM 和 LSTM 模型与支护桩水平变形特征的适用

性。各模型的评价指标如图 10 所示。

从图中可知，单一典型模型与其他组合模型相

比均存在一定的差距。BP 是一种前馈神经网络，其

各个评价指标都相对较低。与 LSTM 相比，GRU
在短期依赖关系明显的任务中表现相对优秀，但是

其在预测具有长期依赖关系的变形序列上远不如

LSTM。以 RMSE 为例，BP 比其他四项组合模型

精 度 降 低 了 18.86%、24.74%、36.95%、41.13%，

GRU 比其他四项组合模型精度降低了 11.20%、

17.64%、31.00%、35.58%。可见，组合模型在处理

数据的非平稳性时更具优势，可以提高模型的鲁棒

性和泛化能力。

以上组合模型均采用 CEEMDAN 分解，有效

降低了数据的非平稳性。通过对比四个组合模型

的评估指标可以发现，ELM 和 LSTM 的组合模型

在 预 测 精 度 方 面 具 有 明 显 优 势 ，相 比 于

ARIMA‑LSTM、SVR‑LSTM、ELM‑GRU 的 组 合

形 式 ，本 模 型 的 R2 分 别 提 升 了 8.23%、5.17%、

2.88%，RMSE 分 别 降 低 了 27.45%、21.78%、

6.63%，MAPE 分 别 降 低 了 46.26%、37.55%、

8.08%。

这种性能提升得益于 ELM 模型在处理非线性

数据时的强泛化能力，能够快速适应并准确拟合长

期趋势；同时，LSTM 模型凭借其出色的时序记忆

能力，擅长捕捉高频波动序列中的突变和非线性特

征。通过两者的协同作用，模型能够分别聚焦于趋

势项和波动项的独特特性，充分挖掘变形数据的内

在规律，从而显著提升整体预测性能。

2.6 泛化性验证

为进一步验证模型的泛化能力，本文选取了另

一测点 ZQT‑17‑01 在 10 m 深度的变形数据进行分

析。该测点位于第二道和第三道支撑之间，受基坑

开挖引起的土压力变化影响，其变形特征复杂且与

浅层测点数据存在显著差异。因此，对该测点的分

析有助于评估模型在不同深度和复杂受力条件下

的适用性。

在 基 坑 开 挖 期 间 ，通 过 插 值 处 理 ，测 点

ZQT‑17‑01 共获得 55 个数据点。本模型的预测结

果如图 11 所示，图中展示了实际位移与预测位移的

对比情况。可以看出，模型预测值与实际观测值高

度吻合，大部分样本点分布在 y = x 附近，尽管后期

预测值略有偏差，但整体误差控制在合理范围内，

表明模型在捕捉支护桩水平位移变化趋势上具有

较高的准确性。具体而言，模型的精度 R2=0.957，
RMSE=0.428 mm，MAPE=1.67%，验证了模型在

不同基坑环境下的有效性和泛化性。

3 结  论

基坑变形的预测和控制对确保工程及周围环

境的安全至关重要。针对地铁车站深基坑施工过

程中因随机性引起的变形预测精度低、稳定性差的

图 10　不同模型的评价指标对比

Fig.10　Comparison of evaluation indicators of different models

图 11　ZQT-17-01 在 10 m 深度的水平位移真实与预测对比

Fig.11　Comparison of actual and predicted horizontal dis‑
placement at 10 m depth for monitoring point ZQT-

17-01
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问题，本文构建了 CEEMDAN‑SSA‑ELM‑LSTM
组合预测模型，并在郑州市某地铁深基坑项目中开

展应用，得出以下结论：

（1） SSA 优化算法显著提升了模型的预测精

度、稳定性和收敛速度。与单一 LSTM 相比，R2 提

高了 4.70%，RMSE 和 MAPE 分别降低了 15.97%
和 9.16%，且在第 14 次迭代时就完成了收敛。这表

明 SSA 通过其强大的群体合作和自适应机制能够

有效搜索全局最优解，提升了深基坑变形预测的

精度。

（2） CEEMDAN 分解算法在处理深基坑支护

桩水平变形时，展示出卓越的模态分解能力。该算

法能够有效缓解模态混叠和噪声的影响，从而削弱

原始变形数据的复杂度，获得更加平滑和稳定的子

序列。经过 CEEMDAN 分解后，模型的 R2 高达

0.922，RMSE 和 MAPE 分别为 0.521 mm 和 1.75%，

为深基坑变形的精准预测提供了可靠基础。

（3） 通过对比不同模型的预测结果，可以看出

组合模型的预测效果均优于单一模型，且本文提出

的组合模型在预测精度和稳定性方面均优于其他

组合模型。相比于其他模型，该模型的 R2 提高了

2.88%~23.62%，RMSE 和 MAPE 分 别 降 低 了

6.63%~41.13%、8.08%~64.79%。

（4） 在 ZQT‑17‑01 测点 10 m 深度的水平位移

预测中，该模型同样展现出卓越的预测精度，进一

步证明了其在不同深度及复杂基坑环境中的泛化

能力和适应性。

综 上 所 述 ，CEEMDAN‑SSA‑ELM‑LSTM 组

合模型充分融合了分解、优化和预测各模块的优

势，能够有效应对支护桩水平变形序列中的非平稳

性和非线性问题。因此，该组合模型可作为深基坑

工程变形预测的一种高效、精准的工具，为岩土工

程的灾害防治提供重要的技术支持。

另外，本研究尚未涵盖地表沉降、支撑轴力等

监测指标的影响分析，未来的研究工作将进一步引

入这些关键监测数据 ，以提升模型的整体预测

能力。
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