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摘要: 极端强降雨事件会诱发大量滑坡和崩塌灾害，造成大量人员伤亡和损失灾害。快速提取滑坡的特征及范围

可为应急处理和灾害的风险防控提供有效的数据支撑。本研究利用灾后光学影像，基于改进的 Inception⁃v3 深度学

习模型进行智能识别，在纹理、形态等多层次特征提取下，通过地形的阈值修正判读结果，解决了云雾遮挡和浑水

的不确定的判读问题。结果显示，在使用 6°以下坡度阈值修正时，F值由 0.76 提升至 0.896；测试集条件下，修正模

型精确率为 0.898，召回率为 0.883，F值为 0.890； 25 m×25 m 网格划分（对应 125×125 像素）的分割图像在实验条

件下平均识别耗时 8 分钟，较传统人工目视解译（6 人×15 小时/张）提升 45 倍，满足应急响应对时效性的要求，可为

防灾减灾救灾提供快速、准确和有效的科学依据。
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Research on Inception‑v3 Deep Learning Model Based on Threshold 
Correction and Its Application to Geohazard Recognition
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Abstract: Extremely heavy rainfall events can induce a large number of landslides and collapse disas⁃
ters, resulting in substantial casualties and losses. The rapid extraction of landslide characteristics and 
extent can provide effective data support for emergency response and disaster risk prevention and con⁃
trol. This study used post-disaster optical images for intelligent recognition based on an improved In⁃
ception-v3 deep learning model. Following multi-level feature extraction, including texture and mor⁃
phology, the interpretation results were corrected using terrain thresholds, resolving interpretation un⁃
certainties caused by cloud cover and muddy water. The results showed that the F value increased 
from 0.76 to 0.896 when using a slope threshold correction below 6° . On the test set, the corrected 
model achieved a precision of 0.898, a recall of 0.883, and an F value of 0.890. The segmented imag⁃
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es divided into 25 m × 25 m grids (corresponding to 125 × 125 pixels) required an average of 8 min⁃
utes for recognition under experimental conditions, representing a 45-fold improvement in efficiency 
compared with traditional manual visual interpretation (6 people × 15 hours/image). The method 
meets the timeliness requirements of emergency response and can provide rapid, accurate, and effec⁃
tive scientific support for disaster prevention, mitigation, and relief.
Keywords: geohazard; deep learning; threshold correction mechanism; multiclass classification; image 

recognition

0 引  言

滑坡是一种发生频繁、破坏力强的地质灾害，常

发生在山地丘陵地带，具有高频次、广分布、多成因

的显著特征［1⁃2］。近年来受极端气候与工程扰动等因

素影响，我国部分地区滑坡灾害频发，因此如何在大

范围复杂场景下高效精准且自动地识别滑坡区域，

已成为地质灾害防治领域的重大技术挑战。

随着遥感技术不断发展，遥感影像可快速获取

大面积的地物信息，因而被广泛应用到地质灾害解

译中［3］。利用遥感影像进行滑坡识别的主要方法有

目视解译、基于像元、基于对象和基于人工智能等。

目视解译依赖专家经验对影像中的色调异常、植被

破坏等地物标志进行人工判读［4］。尽管该方法在小

范围单体滑坡调查中表现出较高精度，但在大规模

灾害场景下存在三个核心矛盾：人工解译速度与灾

后黄金救援时间的矛盾、判读精度要求与人力资源

有限性的矛盾、复杂地表环境与目视辨识可靠性的

矛盾［4⁃5］。基于像元的方法通过分析影像数据的光

谱、空间信息，选取地物特征，按特定的方法将图像

中的每个像元进行分类从而识别滑坡区域，但该方

法易忽略像素之间的联系，且容易受到噪声［6］的影

响；基于对象方法与基于像元的方法不同，它将邻

近范围区域内的像元作为最小的处理单位，可以有

效地利用影像上目标物体的形状、纹理等空间特

征，从而实现滑坡区域的分类提取［7］，但该方法过度

依赖分割标准、尺度等因素，往往仅针对特定研究

区域，其迁移性和可移植性还有待进一步提高［8］。

得益于人工智能的发展，机器学习因其自动化

程度较高和高适应性，被广泛应用于滑坡识别任务

中，常用来进行滑坡识别的机器学习分类器有：支

持向量机［9⁃10］，随机森林［11⁃12］等。这些机器学习分类

器虽然在不同的实验区域得到了较好的结果，但受

模型自身条件的限制，特征工程复杂，泛化能力较

差［13］。深度学习是机器学习的一个分支学科，它在

处理滑坡特征时会自动构建和选择特征图层，减少

了人为设计造成的不完备性，所以更多的学者开始

采用深度学习的方法，开展滑坡识别研究，G. P. B.
Garcia 等［14］设 计 了 一 种 半 自 动 的 卷 积 神 经 网 络

（Convolutional Neural Network， CNN）模型用于识

别雨林地区的残余滑坡，能够预测卫星图像的滑坡

区域，但模型对低坡度地区具体细节特征有所忽

略。W. Z. Shi 等［15］利用 CNN 实现了中国香港地区

凌峰山和大屿山地区的滑坡大面积快速检测，但忽

略了云雾干扰对检测结果的影响。P. Liu 等［16］利用

U⁃net 网络模型，并结合坡度等地形因子，实现了九

寨沟地区滑坡的大面积检测，但对算力要求较高。

整体上来看，深度学习可以实现大区域范围内滑坡

的识别，能较好地满足灾害的应急响应要求。但仍

面临挑战，在环境干扰方面，正射影像数据往往因

为云雾干扰导致特征遮蔽，且植被覆盖、复杂地形

等背景噪声进一步干扰特征提取，而算法机制上，

全卷积运算虽能提取全局特征，但计算开销随图像

尺寸剧增，而地形关联性建模不足易导致低坡度区

域误判［17］。本研究针对上述问题，提出一种“多尺

度特征提取⁃深度网络优化⁃物理约束修正”的滑坡

范围快速提取方法。首先，基于 HSV 色相通道与改

进型过绿指数构建光谱增强模型，有效区分浑水与

植被；结合多窗口灰度共生矩阵（5×5、7×7、9×9）
与多方向 Gabor 滤波器能量积分，实现滑坡破碎纹

理识别。然后，改进 Inception⁃v3 网络通过动态可调

卷积核组自适应融合多尺度特征，减小滑坡边界定

位误差；嵌入双注意力机制抑制云雾干扰，最后，提

出地形⁃坡度⁃水域联合修正体系：融合全球 30 m 地

形数据与区域 1∶10 万专题数据，建立低地约束规

则，结合梯度增强进行边界优化。验证表明：在真

实滑坡案例场景中，原始模型 F值 0.76，使用该识别

方法后提升至 0.896（相对提升 17.9%），其中低地区

域误判率降低 63.2%；处理效率方面，单张正射影像

平均耗时 8 分钟，较传统人工目视解译（6 人×15 小

时/张）提升 45 倍，满足灾后 72 小时应急响应时效
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要求。该方法不仅为灾后救援决策提供了高精度

技术支撑，更为复杂场景下多源遥感数据的智能解

译开辟了新路径。

1 DOM 多尺度特征提取方法

高 分 辨 率 数 字 正 射 影 像（Digital Orthophoto 
Map，DOM）作为地质灾害识别的核心数据源，其多

尺度特征的有效提取是提升分类精度的关键。本

研究构建了从光谱、纹理、形态的层次化特征提取

体系，通过多维度特征的有机融合，构建层次化特

征表达体系，为后续地灾识别模型奠定基础。

光谱特征是灾害识别的物理基础，但传统 RGB
色彩空间在复杂场景下面临光谱混淆问题［18］。为

此，本研究提出基于 HSV 颜色空间与改进型植被指

数（ExG++）的光谱增强方法，通过非线性变换与

特征加权提升可分性。首先，将 DOM 从 RGB 空间

转换至 HSV 空间，利用 Hue 通道的旋转不变性增强

灾害体识别鲁棒性。通过 HSV 颜色空间筛选进行

地表特征提取，能够有效识别高亮度、低色彩饱和

度的目标（如冰雪覆盖区、裸露沙地或人工建筑），

从 RGB 到 HSV 的转换公式如下：

H= arctan ( 3 (G- B )
( R- G )+( R- B ) )  ( 0° ≤ H< 360° )

(1)

S= 1 - min ( R,G,B )
( R+ G+ B ) /3

 ( 0 ≤ S≤ 1 ) (2)

V= R+ G+ B
3  ( 0 ≤ V≤ 255 ) (3)

式中，R、G、B为输入 RGB 影像的归一化通道值；

min ( R，G，B )为 RGB 通道的最小值；H（色相）反映

物质类别特性；S（饱和度）表示颜色纯度，范围 0（灰

度）~1（高饱和度）；V（明亮度）表示颜色亮度，范围

0（纯黑）~1（纯白）。

为解决浑水区域与植被的光谱混淆问题，使用

改进型过绿指数（ExG++）融合纹理特征增强浑水

区域识别能力，该指数在传统 ExG（Excess Green 
Index）基 础 上 引 入 灰 度 共 生 矩 阵（Gray⁃Level 
Co⁃occurrence Matrix，GLCM）的对比度，通过增大

绿色波段权重抑制植被干扰；GLCM 对比度用于增

强浑水区域纹理差异。其公式为：

ExG++ = 2.5G- 0.8R- 0.7B+ 0.3 ⋅ GLCM contrast

(4)
式中，2.5G项的加权设计可有效抑制植被高反射特

性；0.3GLCM contrast 项则通过局部纹理对比（水体波

纹与植被冠层的空间异质性）强化可分性。

纹理特征是区分灾害体与背景地物的重要依

据。单一尺度纹理特征难以适应滑坡、崩塌等灾害

体的形态多样性［19］。例如，5×5 窗口对细碎岩块纹

理敏感，但无法捕捉大型滑坡体的空间连续性；

9×9 窗口虽能反映宏观结构，却易导致边界模糊。

为此，本研究通过多尺度特征融合，构建层次化纹

理特征库，解决单一尺度下的特征丢失问题。首

先，设置 5×5、7×7、9×9 三级窗口，计算四个方向

（0°、 45°、 90°、 135°）的灰度共生矩阵；选取区分度最

优的对比度（Contrast）与同质性（Homogeneity）指

标；对比度（Contrast）反映图像局部灰度变化的剧

烈程度；值越大，纹理沟纹越深、边缘锐利（如滑坡

破碎区、岩石裂隙）；值越小，灰度越均匀（如水面、

农田）；同质性（Homogeneity）用于衡量图像中相邻

像素灰度值相似的程度，值越大，图像纹理均匀（如

平滑区域）；值越小，图像纹理复杂（如粗糙或边缘

丰富的区域）［20］。其公式为：

Contrast = ∑
i,j= 0

N- 1

( i- j )2 ⋅ P ( i,j ) (5)

Homogeneity = ∑
i,j= 0

N- 1 P ( i,j )
1 + |i- j| (6)

式中，P ( i，j )为在指定方向和距离下，灰度共生概率

矩阵；N为图像的灰度级数；i，j为像素灰度值。

然后，设计 6 个方向（0°、 30°、 60°、 90°、 120°、 
150°）和 4 个尺度（波长 λ=10、 20、 30、 40 像素）的

Gabor 滤波器组，最后，通过能量积分提取滑坡破碎

纹理特征。其公式为：

Eλ,θ = ∑
x,y

|G ( x,y; λ,θ ) *I ( x,y ) |2 (7)

G ( x,y; λ,θ )= exp ( - x′2 + γ2 y′2

2σ 2 ) cos (2π x′
λ )   (8)

式 中 ，x′= x cos θ+ y sin θ；y′= -x sin θ+ y cos θ；
γ= 0.5 为控制滤波器椭圆率；σ= 0.56λ决定带宽。

灾害体的几何形态（如滑坡后壁陡坎、崩塌堆

积扇）蕴含重要的判别信息。传统形态学方法采用

固定结构元，难以适应复杂地形变化［21］。本研究使

用多结构元形态学剖面（Multi⁃Scale Morphological 
Profile， MS⁃MP）方法，采用不同尺寸结构元（SE=
3×3、5×5、7×7）分别捕捉细部、中观和宏观形态

特征从而增强微地形特征表达。其公式为：

THSE ( I )= I-( I°SE ) (9)
BHSE ( I )= ( I•SE )- I (10)
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式中，I为输入影像；SE为结构元素；∘表示开运算；•
表示闭运算。THSE用于提取局部高亮区域（如新鲜

崩塌面），BHSE用于强化阴影沟槽（如滑坡侧缘）。

2 基于改进的 Inception‑v3地灾识别

模型

Inception⁃v3 是由 Google 团队于 2015 年提出的

一种深度卷积神经网络架构，其核心目标是通过模

块化堆叠与多尺度特征融合技术，使得模型可以用

更少的参数个数和计算量，增加非线性变换的条件

下完成多分类的功能［22］。本文改进该模型，使其适

应大范围地质灾害场景，核心创新在于通过 Incep⁃
tion 模块实现多尺度特征融合。其网络主体由

Stem 模块、Inception 模块组（包含 A/B/C 三类共 11
个模块）及 Reduction 模块构成，最终通过全局平均

池化层替代传统全连接层输出分类结果，如图 1
所示。

地质灾害 DOM 影像具有显著区别于自然图

像的三大特性：（1）目标形态尺度跨度大（滑坡体

面积可达数平方公里，而崩塌碎屑仅数十平方米）；

（2）云雾遮挡导致局部特征缺失［23］；（3）浑水区域

与滑坡区域存在光谱混淆。为解决以上问题，本研

究对单幅影像覆盖范围为 2 km×1.5 km，原始尺寸

为 10 000×7 500 像素的原始灾后影像数据采用

25 m×25 m 网格划分，因为根据地形分割理论，地

形单元的最小可识别尺度需满足地貌特征的空间

连续性需求。滑坡边界形态（如后壁、堆积体、拉裂

槽等）的典型宽度多集中于 25~50 m，因此 25 m×
25 m 的网格尺寸设计可完整覆盖此类地形特征的

最小空间单元。但传统的 Inception⁃v3 通过并行使

用 1×1、3×3 等不同尺寸的卷积核实现多尺度特

征提取，其固定分支结构难以适应 DOM 影像处理

中存在的局限性，因此本研究创新型采用动态可调

Inception 模块（DT⁃Inception）。在 3×3 分支中引

入可变形卷积，在每个 3×3 卷积核的采样点位置

增加由 3×3 卷积层生成的动态偏移量，通过反向

传播优化偏移参数，在保持感受野的同时减少参数

量，使卷积核能够自适应捕捉如滑坡边界扭曲、地

形起伏等不规则几何特征。在 1×1 卷积分支嵌入

通道⁃空间双注意力机制：通道注意力模块通过全

局平均池化与全连接层学习各波段的重要性权重，

空间注意力模块利用卷积操作生成空间注意力图，

最终通过加权融合实现对光谱信息的有效利用，降

低云雾与浑水区分任务中的误判率。为缓解深层

网络训练时的梯度消失问题，在模块输出端引入自

适应残差连接，通过可学习参数动态调整残差权

重，当网络训练稳定时，该参数自动衰减，使模块在

保留浅层特征信息的同时避免梯度弥散，加快训练

收敛速度。

图 1　Inception-v3 网络结构

Fig. 1　Inception-v3 network structure
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然后，为同步实现四分类与特征定位，本研究

设计多任务金字塔架构（MTPN）。该架构包含三

条 并 行 通 路 ：主 干 特 征 提 取 通 路 由 5 个

DT⁃Inception 模块堆叠而成，采用渐进式下采样策

略，使特征图逐步递减至 128×128，通道数相应从

64 递增至 2 048，避免特征瓶颈；多尺度注意力通路

在各级特征图后接入空间金字塔池化（SPP）模块，

利用 4 级池化核（1×1、3×3、6×6、10×10）捕获多

尺度上下文信息，经 1×1 卷积降维后与主干特征进

行加权融合，权重由门控网络动态学习；任务特异

性解码通路构建四组独立解码器，共享底层特征并

采用差异化上采样策略：滑坡检测分支运用转置卷

积实现上采样以恢复精细边界；云雾分割分支采用

双线性插值保留平滑过渡特征；浑水分类分支借助

亚像素卷积提升光谱分辨率；背景抑制分支引入非

局部注意力机制抑制干扰区域。

最后针对地质灾害应急响应的实时性要求，对

模型进行轻量化处理。首先，采用神经架构搜索技

术，在控制准确率损失的条件下，自动优化网络深

度与宽度；其次，对权重与激活值进行定点量化，通

过分段线性拟合减少精度损失；最后，构建教师⁃学
生网络框架，以原始 Inception⁃v3 为教师网络，轻量

化模型为学生网络，利用软目标蒸馏提升改进模型

的性能。

3 阈值修正机制

由于本研究进行地质灾害识别基于利用二维

投影数据，虽然改进后的 Inception⁃v3 模型能通过局

部感受野提取平面纹理、边缘等特征，但核心指标

如坡度等三维特征，需依赖空间信息进行量化，因

此要引入阈值修正机制，地形方面，利用全球范围

的 30 m 网格地形分类和研究区域的十万分之一地

形分类的两种地形分类数据。全球范围的 30 m 网

格地形分类数据能够较好获取山间狭长的谷底平

原，但整体分界线位置精度较低，存在部分平地被

误分类为非平地的情况；研究区域的十万分之一地

形分类数据虽能大致捕捉平地区域，但多数狭长的

谷底平原未被覆盖，且山麓部分的分界线位置精度

也存在不足。因此双源地形分类数据平衡精度与

覆盖范围，既保证模型泛化能力又保证精准识别能

力。将两类数据通过自适应双线性插值法实现空

间对齐，消除分辨率差异带来的边界锯齿效应，并

在过渡区域建立 200 m 缓冲区进行逻辑回归融合生

成山地/低地两种分类。对于分类为“低地”的区

域，首先依据坡度阈值（公式如下所示）排除平坦区

域，其次结合水系缓冲区（距河流>500 m）过滤冲

积平原干扰，最后通过土地利用类型（农田、建设用

地等）二次验证后，将原判读结果从“有滑坡”修正

为“无滑坡”。

坡度是描述地表倾斜程度的核心指标，反映地

形单元在垂直方向上的变化率，当 n=8 时，可选取 8
个方向计算其平均坡度得到一个高维坡度向量作

为模型的输入值［24⁃25］，如图 2 所示。

设网格窗口各高程值为 3×3 的矩阵 Z，相关计

算公式如下：

Z=
é

ë

ê

ê
êê
ê
ê ù

û

ú

úú
ú
ú

úz1 z2 z3

z4 z5 z6

z7 z8 z9

(11)

式中，z5 是当前计算坡度单元高程。

当前单元到每个相邻单元在 x和 y方向上的表

面变化率计算公式如下：

dz
dx = ( z3 + 2z6 + z9 )-( z1 + 2z4 + z7 )

8c (12)

dz
dy = ( z7 + 2z8 + z9 )-( z1 + 2z2 + z3 )

8c (13)

式中，c表示栅格单元的长度（平面坐标下单位为

m），坡度计算公式如下：

S= ( )∂z
∂x

2

+ ( )∂z
∂y

2

(14)

式中，S为计算单元的坡度（弧度）。

坡度阈值是指用于分割地形数据、区分不同地

貌单元的临界坡度值，坡度阈值分割函数为：

M slope =ì
í
î

1, if S≥ S crit

0, otherwise
(15)

图 2　考虑 8 个方向的坡度计算情况

Fig. 2　Calculation of slope considering eight directions
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式中 ，S crit 为临界坡度阈值 ；M slope 为坡度阈值输

出值。

4 模型评价及验证

4.1 模型验证区域及数据

验证区域为日本北海道胆振东部地震厚真川

地区，该地区 2018 年 9 月 6 日 3 时 7 分受震度 7 级地

震的影响，发生大规模的群发性滑坡和崩塌地质灾

害，灾害亟需快速评价受灾情况，适合本文模型使

用条件。数据主要取自日本国土地理院［26］和卫星

处理的 264 幅正射影像。

4.2 超参数设置与评价指标

本研究硬件环境为 i7⁃8700K 处理器、64GB 内

存、NVIDA GeForce GTX1070 显卡，操作系统使用

Windows11，TensorFlow2 深度学习框架下，使用

Python 语言编程实现模型的构建。采用三类核心

指标定量评估模型性能：精确率（Precision）、召回率

（Recall）与 F值（F⁃measure），精确率定义为模型判

读为“滑坡”的网格中真实滑坡的占比，衡量结果的

准确性；召回率表示真实滑坡网格中被正确判读的

比例，反映模型的覆盖能力；F值为精确率与召回率

的调和均值，用于综合评价判读性能。评估过程

中，将“有滑坡”作为正样本，“无滑坡”、“云遮挡”和

“浑水区域”合并为负样本，以聚焦滑坡判读的核心

需求。公式如下：

Precision = TP
TP+ FP

(16)

Recall = TP
TP+ FN

(17)

F⁃measure = 2 × Precision × Recall
Precision + Recall (18)

式中，TP（True Positive）为正确判读为有滑坡的网

格数；FP（False Positive）为将无滑坡的网格误判为

有滑坡的网格数；FN（False Negative）为将有滑坡

的网格误判为无滑坡的网格数；TN（True Negative）
为正确判读为无滑坡的网格数。

训练过程中，每批次训练量（batch size）为 16
张，学习率（learning rate）为 0.01，训练周期（epochs）
为 145 次。训练集图像分批次逐步进入模型进行训

练，通过计算 Softmax 层的输出与给定类别标签值

二者的误差，采用如下交叉熵损失函数（cross entro⁃

py loss）调整权重参数。

H ( y,y′)= -∑
x

y ( x ) lg ( y′) (19)

式中，y为标签值；y′为预测值；H为交叉熵损失值。

交叉熵刻画的是两个概率分布的距离，交叉熵值越

小，两个概率分布越接近。

4.3 实验结果

结果表明，未经 DOM 多尺度特征提取和阈值

修正的原始滑坡判读模型表现出显著的空间误判

规律，低地区域（水田、旱田、住宅区等）误判主要

集中于农业耕作区与城市建成区，此类误判源于农

田垄沟等规则纹理与滑坡裂隙。山地误判主要集

中于裸露的斜坡区域，此类误判源于表层土壤剥蚀

与滑坡区域呈现相似的颜色特征。云层干扰误判

在强降水灾害中尤为突出，部分池塘和学校操场也

被错误标记，此类误判源于云层与池塘、操场的图

像纹理特征相近相关；同时也存在将未发生崩塌的

山 地 斜 坡 错 误 识 别 为 崩 塌 区 域 的 情 况 ，如 图 3
所示。

利用本研究的方法后，模型判别结果得到明显

改善，如表 1 所示，当采用 6°以下坡度阈值修正时，

综 合 F 值 达 到 0.896，较 10° 以 下 阈 值 修 正（F 值

0.764）提升 17.3%，表明适度降低坡度阈值可有效

平衡误判修正与滑坡识别的矛盾。降雨主导型滑

坡灾害在 6°阈值修正下的 F值提升最为显著，从

10°阈值的 0.747 跃升至 0.914，低坡度农田区域误

判率下降 72.3%；地震诱发型滑坡灾害则在 6°阈值

下保持较高召回率（0.85），其 F值（0.879）较 5 度阈

值（0.899）略有下降，反映阈值微调对陡坡地形的

敏感性。整体而言，精确率，召回率随阈值降低呈

现先升后降的非线性特征，6°阈值时综合召回率达

0.896，验证了该阈值在保留真实滑坡判读完整性

上的优势。模型在 6°阈值下的判读结果如图 4
所示。

该模型成功修正 82.4% 的大型水体误判。主河

道（宽度>50 m）的误判修正率达 92.3%，狭窄支流

（宽度<20 m）误判修正率达 78%，河道修正机制对

自然边坡的过度修正率控制在 7.5% 以下，如图 5 所

示，证明坡度协同水域阈值修正机制的有效性。

为验证模型泛化能力，选取未参与训练的暴雨

引起的大规模地质灾害发生区域进行测试。如

图 6 所示，该区域地形复杂，包含丘陵、山地及河谷
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图 3　未修正模型判别结果与人工判别正解对比

Fig. 3　Comparison between the uncorrected model discrimination results and manually verified correct solutions

表 1 不同坡度阈值修正下的判读模型性能指标对比

Table 1 Comparison of performance indicators of interpretation model with different slope threshold corrections

坡度阈值

3°

4°

5°

案例

降雨型滑坡

地震型滑坡

降雨型滑坡

地震型滑坡

降雨型滑坡

地震型滑坡

精确率

0.81
0.76
0.86
0.88
0.89 
0.92 

召回率

0.75
0.68
0.76
0.79
0.82 
0.88

F值

0.779
0.717
0.807
0.832
0.853
0.899

坡度阈值

6° 

10° 

案例

降雨型滑坡

地震型滑坡

降雨型滑坡

地震型滑坡

精确率

0.93
0.91
0.83
0.85

召回率

0.90
0.85
0.68
0.72

F值

0.914
0.879
0.747
0.781
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地貌。定量分析显示，模型精确率为 0.898，召回率

为 0.883，F 值 为 0.890，与 训 练 集 验 证 结 果（F 值

0.896）接近，表明其具备较强的泛化能力。将人工

判读结果与 AI 判读及多重阈值修正处理后的结果

进行滑坡分布比较，二者的空间一致性达 89.2%。

工程验证表明，模型对未训练区域仍保持较高可

靠性。

5 结  论

本文针对大规模滑坡灾害应急响应中判读效

率不足的瓶颈问题，构建了多尺度特征提取、改进

Inception⁃v3 网络与地形⁃物理联合修正的全流程技

术体系，显著提升了滑坡、浑水等目标的分类精度

图 5　未修正模型与修正模型判别结果对比

Fig.5　Comparison of discrimination results between the un⁃
corrected and modified model

图 6　实际案例中模型判别结果

Fig. 6　Model interpretation results in real cases

图 4　模型在不同情况下的判别结果

Fig.4　Interpretation results of model in different scenarios
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与鲁棒性，主要创新成果包括：

（1）提出 HSV⁃ExG++光谱模型，通过色相通

道锁定滑坡特征，融合灰度共生矩阵对比度（GL⁃
CM）增强浑水纹理差异，解决植被与水体的光谱混

淆问题。

（2）设计动态可调卷积核组（1×1/3×3/5×5
权重自适应）与双注意力机制（通道⁃空间门控），降

低滑坡边界定位误差，降低云雾干扰区域误判率。

（3）融合全球 30 m 地形数据与区域 1∶10 万专

题数据，构建坡度阈值⁃水系缓冲联合约束模型，实

现低地虚警率（<8°坡度区）从 18.2% 压降至 4.3%，

河道误判修正率超 82.4%。

在未参与训练的复杂地貌区测试表明：模型精

确率 0.898、召回率 0.883、F1⁃score 0.890，与训练集

结果（F1⁃score 0.896）高度一致，滑坡分布空间一致

性达 89.2%。坡度协同水域阈值修正机制显著提升

分类可靠性：大型水体误判修正率 82.4%（主河道>
50 m 修正率 92.3%，支流<20 m 修正率 78%），自然

边坡过度修正率<7.5%；当坡度阈值设定为 6°时，

综合 F值达 0.896，较 10°阈值提升 17.3%，有效平衡

误判修正与滑坡识别的矛盾。其中，降雨主导型滑

坡 F值从 0.747 跃升至 0.914，低坡度农田误判率下

降 72.3%；地震诱发型滑坡召回率保持 0.85（F值

0.879），验证了阈值对灾害类型的敏感性差异。精

确率与召回率随阈值降低呈现非线性变化，6°阈值

下综合召回率达 0.896，证明其在大规模滑坡快速，

精确识别的优势。
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