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摘要: 针对传统方法刻画地下水含水层非均质性时面临的精度不足、预测成本高等问题，基于数值模拟和室内砂箱

试验，通过残差网络优化集成卷积门控循环单元（CNN⁃GRU）的强大数据学习能力和电阻率层析成像法（ERT）运

用物理先验信息的优势，提出一种融合物理机理的深度学习算法—DL⁃ERT 模型。将其对比多个传统反演模型，

探讨融合算法在地下水含水层的渗透系数刻画精度。结果表明：（1）模型的训练损失和验证损失都快速下降并趋

近于零，且两者的收敛几乎同步，表明 DL⁃ERT 模型的构建策略优秀，能快速有效的学习数据特征；（2）以某一测试

集样本为例，对比 ERT、CNN⁃GRU 和 DL⁃ERT 对该样本的渗透系数反演云图，发现单一的算法模型均不能同时注

重左右两侧的高渗区域刻画，而 DL⁃ERT 则对高渗区域表现出极大的预测潜力，其拟合精度达到了 0.906；（3）制作

室内砂箱试验，将融合算法与传统的克里金插值法、CNN⁃GRU 以及 ERT 作对比运用，得到各模型的拟合精度值分

别为 0.895、0.707、0.760 和 0.836。可以发现，DL⁃ERT 确实在一定程度上弥补了单一算法的不足，相比于单一的

CNN⁃GRU 和 ERT，其结果的预测精度提升了 7%~17%，表明了该模型在工程运用方面的潜力。
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informed deep learning algorithm—the DL-ERT model—based on numerical simulations and laborato⁃
ry sandbox experiments. The model integrated the powerful data learning capability of a convolutional 
gated recurrent unit (CNN-GRU) optimized by residual networks with the advantage of physical prior 
information from electrical resistivity tomography (ERT). The DL-ERT model was compared with 
multiple traditional inversion models to examine the accuracy of the fusion algorithm in characterizing 
the permeability coefficient of groundwater aquifers. The results showed that: (1) the training and vali⁃
dation losses of the DL-ERT model rapidly decreased and approached zero, and their convergence 
was almost synchronous, indicating that the construction strategy of the DL-ERT model was excel⁃
lent and that data features could be quickly and effectively learned. (2) Taking a sample from the test 
set as an example, the inversion cloud maps of the permeability coefficient obtained by ERT, CNN-

GRU, and DL-ERT were compared. It was found that individual algorithm models could not simulta⁃
neously capture the high-permeability zones on both sides, while DL-ERT demonstrated remarkable 
predictive potential for high-permeability zones, achieving a fitting accuracy of 0.906. (3) Laboratory 
sandbox experiments were conducted, and the fusion algorithm was compared with traditional Kriging 
interpolation, CNN-GRU, and ERT, yielding fitting accuracies of 0.895, 0.707, 0.760, and 0.836, 
respectively. It is evident that the DL-ERT model compensates for the limitations of individual algo⁃
rithms to some extent, with prediction accuracy improved by 7%-17% compared with the individual 
CNN-GRU and ERT models, indicating the potential of the model for engineering applications.
Keywords: permeability coefficient; resistivity tomography; convolutional gated recurrent unit; physi⁃

cal laws; inversion prediction

0 引  言

渗透系数作为表征地下水运动的重要水力参

数之一，其准确刻画对水资源评价、污染物运移模

拟等具有极其重要的意义［1⁃3］。目前渗透率的测算

方法主要有试验法、经验法和数值模拟方法等［4⁃7］。

试验法主要是通过现场钻探取样来进行实验测量，

这种方式虽然有较高的准确度，但是费力又耗时。

经验法是一类比实验测量法效率更高且成本更低

的方法，其通过已有的地质资料，利用经验公式或

相关数据推导渗透率。常用模型包括 Hazen 公

式［8］、Kozeny⁃Carman 公式［9］和 Terzaghi 公式［10］等，

但是这些模型通常具有大量假设条件，精度有限，

只适用快速估算的情况。数值模拟法则是借助计

算机的数值计算能力反演或预测渗透率分布，因其

可以处理复杂的地质结构和多层含水层系统而被

广泛运用于地下水系统的渗透率估算。

随着计算机技术的快速发展，结合机器学习的

多孔材料渗透率快速预测方法被不断提出。目前

基于深度学习的多孔材料渗透率预测建模方法更

受国内外学者的关注。根据已有的神经网络理

论［11⁃12］，当人工神经网络具有足够数量的神经元时，

它可以作为一种“万能”的逼近器有能力回归出任

何期望的渗透率曲线。N.Srisutthiyakorn［13］便证明

使 用 卷 积 神 经 网 络（Convolutional Neural Net⁃
works， CNN）来从岩石图像预测渗透率的可能性，

但其需要大量真实标签的网络预训练，而实际工程

对真实值的获取极为困难。Z.Zhong 等［14］将 CNN
应用于渗透率的回归预测问题，得到了优于传统神

经网络模型的渗透率预测分布结果，但是其对输入

数据的复杂预处理难以适用于其他工况。Y.Tian
等［15］在此基础上引入门控循环单元（Gated Recur⁃
rent Unit， GRU）与 CNN 结合形成卷积门控循环单

元 CNN⁃GRU，从空间和时间的尺度信息上提高了

模型的鲁棒性，但是对地质特征图像的运用缺乏明

确的物理解释。因此，目前神经网络自身的“黑箱”

属性使其过于关注输入与输出之间的映射关系，忽

略了状态变量到响应数据的物理过程及规律，造成

了其先验信息的利用不足和内部解释性差的难点，

且网络的训练过程一直是一个难以量化的难题。

而针对物理先验信息的运用，基于层析理念衍

生出的电阻率层析成像法作为一种非侵入式的地

球物理探测技术，近年来也被广泛运用于地下探测
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领域［16⁃17］。其原理是通过向地下注入电流，利用电

阻率与地质介质的物理特性规律来测量电位进而

反演地下结构的图像。S.Perdomo 等［18］和 J.A.M.
González 等［19］以及刘征宇等［20⁃21］众多学者的研究成

果已经表明了 ERT 在地下水渗透系数预测方面的

有效性和成熟性。但是，由于地层的复杂性和不同

电极布设形式所造成的电阻率噪声问题，以及探测

深度不足与不完整边界的难题还制约着电法探测

的发展。X.Liu 等［22］也指出 ERT 对电阻率解译的非

唯一性和不稳定性问题在反演过程中还有待证实。

因此，联合多方法解译的模型成为了目前的研究热

点之一。E.Cromwell 等［23］便表明深度学习的最新

进展在反演高维空间中具有庞大的运用前景。

综上所述，本文提出一种融合物理机理的深度

学习算法，即 DL⁃ERT 模型，该模型结合了 ERT 反

演电势信号过程中的物理规律以及 CNN⁃GRU 在

时序数据特征提取方面的优势。通过地下水数值

模拟软件 Vsaft 构建网络训练集，利用残差网络将

CNN⁃GRU 和 ERT 各自所得的渗透系数预测结果

进行优化集成，引入残差块的跳跃式连接来弥补两

个算法的不足，确保模型在复杂数据集上依然能够

保持良好的训练表现，最后得到联合多方法解译的

融合算法 DL⁃ERT。再对其开展室内砂箱试验，将

该方法与其它传统方法都运用于同一区域的渗透

系数刻画研究，对比各模型的反演精度，探讨融合

算法在地下水含水层渗透系数刻画方面的优劣。

1 方法原理

在 ERT 解译电势信号的众多反演算法中，连续

线性估计算法（Successive Linear Estimator， SLE）
是一种基于贝叶斯统计学的层析扫描数据解译算

法［24］，在国际上得到了广泛的应用。但是其在处理

较为复杂的非线性问题时会耗费较高成本的算力，

而 CNN⁃GRU 强大的数据处理能力可以很好缓解

此问题。因此，本文基于二者提出一个 DL⁃ERT 模

型，以期克服单一算法的局限性。现对各算法的原

理介绍如下。

1.1 连续线性估计算法

SLE 是基于贝叶斯模型原理，观测参数的协相

关关系作为主要依据更新参数后验均值和协方差，

可以吸收各种类型的数据。其以迭代的方法对数

据的信息进行线性化，迭代过程中，时间上采用同

时吸收模式，以有效解决非线性问题，避免传统数

据同化算法等可能出现的参数⁃观测不一致问题。

在迭代过程中，用 Levenberg⁃Marquardt 算法动态控

制迭代的稳定性和速度，避免结果陷入局部最优

解。通过伴随方程方法高效准确地计算敏感度矩

阵，基于随机一阶近似计算不同尺度、不同精度观

测数据的协方差。在稳定的直流电场条件下，SLE
具有式（1）的形式：

f ̂ ( )r+ 1 ( xm ) = f ̂ ( )r ( xm ) +

∑j= 1

Nh ω( )r
mj [ϕ *

j ( xj ) - ϕrj ( xj ) ] = f ̂ ( )r ( xm ) +

∑j= 1

Nh ω( )r
mj{ }[ ]h*

j ( )xj + H ( )xj - [ ]hrj ( )xj + H ( )xj =

f ̂ ( )r ( xm ) + ∑j= 1

Nh ω( )r
mj [ h*

j ( xj ) - hrj ( xj ) ] （1）

式中，f ̂ ( xm )为点 xm处第 r次迭代的估计值，上标 r为

迭代次数；ϕ *
j ( xj )为在点 xj处的观测电压；ϕrj ( xj )为

计算电压值，由当前 f ̂ ( )r ( xm )估计值计算得出；H ( xj )
为根据无条件平均值 ρ计算得到的计算电压平均值，

ρ为电阻率；h*
j ( xj )、hrj ( xj )分别为观测电压和计算电

压的扰动量；ω( )r
mj 为点 xj处观测值与估计值之间的差

值对第 r次迭代过程中点 xm 处 f估计值的权重。同

时，该算法还必须满足最小均方差准则，即式（2）
所示：

E é
ë
êêêê( f ( xm ) - f ̂ ( )r ( xm ) ) 2ù

û
úúúú= min imum （2）

1.2 卷积门控循环单元

卷积门控循环单元由卷积神经网络和门控循

环单元结合而来，可以充分挖掘渗透系数分布的空

间局部特征。其中，CNN 是多层感知机的特殊形

式，主要通过增强提高神经网络中相邻层（如：卷积

层、池化层等）之间存在的局部连接模式，来深入挖

掘图像所含信息，提取空间局部的相关联信息，以

达到信息全局化［25］。其核心是：将局部连接获取信

息、采用梯度下降的方式训练共享的相同权值、在

二维时间或三维空间中进行采样这三种结构思想

相结合，以达到网络位移、尺度、形变不会发生任何

改变。而 GRU 是循环神经网络的变体，通过引入

更新门和重置门，使用门控机制来记忆和遗忘信

息，具有长时间记忆能力［26］。门控单元通过筛选重

要信息和遗忘无关历史信息的方式，有效缓解了网

络数据长序列保存和梯度消失的问题。
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CNN⁃GRU 并 行 网 络 能 够 分 别 使 用 CNN 与

GRU 进行数据局部特征与时序特征的提取。在对

所获得的两种数据类型特征的融合中，获得了更加

综合的特性，使所能提取到的特征与标签之间的关

系关联更强，能够有效利用两个网络算法的优势，

其模型结构如图 1 所示。

1.3 联合算法

对 所 有 神 经 网 络 而 言 ，随 着 网 络 层 数 的 增

加，越能提取到不同级别丰富的特征信息。然而

现有研究也表明，随着网络层数的增加，训练的

误差往往会先减小后增大。这是因为当网络深

度一味加深时，算法会越来越难以训练，即发生

网络退化 ，同时也被称为梯度消失或梯度爆炸

问题。

残差网络（ResNet）的提出便是解决上述问题

的有效方式之一。该方法基于跳跃连接（shortcut 
connection）进行训练和预测，这种连接允许输入信

息直接跳过某些层而传递到更深的层次，从而缓解

深度网络中的梯度消失问题。其核心思想源于

Highway Network，避免了信息在多层网络中的过

度损失。具体而言，初始输入数据在经过某些层

后，将直接与输出相加，保留特征的同时传递到后

续层，帮助网络更有效地学习深度特征［27］。残差块

的数学表达式如式（3）所示：

y= σ ( F ( x,W ) + x ) （3）

式中，y代表残差块的输出；σ ( · )代表激活函数；F ( · )
代表残差函数，x代表输入，W代表残差块内的所有

权重。

基于上述物理过程和深度学习的理论知识，本

文将结合 CNN⁃GRU 并行网络和反演算法 SLE，通

过引入残差网络作为集成器，将两个模型各自的预

测值利用残差学习来进行优化，最后得到一个融合

物理机理的深度学习算法，即 DL⁃ERT 模型。其网

络结构图如图 2 所示。

图 1　CNN⁃GRU 模型结构示意图

Fig.1　Schematic diagram of CNN-GRU model structure

图 2　融合模型 DL⁃ERT 网络结构图

Fig.2　Network structure of DL-ERT fusion model
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2 模型构建与训练

2.1 构建数据集

利用地下水数值模拟软件 Vsaft，建立一个 100
网格（x轴 10 个，y轴 10 个）的二维剖面含水层，如图

3 所示。将相邻四个点的电阻率取平均值，获得 25
个电阻率分布值。采用 Newon⁃Raphson 插值迭代，

设置 9 个井。每个格点的初始电压为 0.1V，左右两

边界为绝缘边界，上下边界处的初始电压为 0。依

次给予 9 个井不同的电势刺激响应，获得其余井的

电势刺激⁃响应数据，共 72 个数据。改变参数中的

随机种子进而改变网格电阻率值等，最后获得 2 000
组不同渗透系数分布图以及对应的电势刺激—响

应数据集。

在网络训练过程中，每一组数据集中的输入数

据为响应井得到的 72 个电势刺激—响应数据，输出

数据为 25 个网格的渗透系数值。在 CNN⁃GRU 训

练过程中，训练选项设置为 Adam，最大训练轮次为

300 次，初始学习率为 0.000 1，梯度阈值为 1，学习率

下降周期为 45，学习率下降因子为 0.25，求解器

“Adam”中的梯度移动平均值指定指数衰减率，L2
正则化因子为 0.000 1。将生成的 2 000 组数据集中

70% 作为训练集数据，剩余数据集作为测试集数

据，以此训练完成的 CNN⁃GRU 作为融合算法的基

础。另重复上述 Vsaft 步骤新生成 2 000 组数据集

用于 DL⁃ERT 模型的训练。

2.2 DL‑ERT模型

根据图 2 所示的融合流程，将上述 2 000 组电势

信号数据集分别带入 ERT 和 CNN⁃GRU 进行渗透

系数分布的预测，然后利用残差网络优化集成两种

预测值的特征，最后输出一组更接近实际情况的渗

透系数分布值。在 DL⁃ERT 模型学习过程中，首先

对输入数据作归一化处理，网络权重 He 初始化，选

择 4 个不同维度的卷积核对输入的特征数据进行卷

积，然后定义一组输入的数据序列，通过对这个序

列构建一个堆叠的膨胀因果卷积神经网络，并且在

这个神经网络中增加残差模块，采用绝对误差作为

训练的损失值，利用 Adam 优化器反向传播更新权

重，学习率设为 0.001，权重衰减设为 0.000 1，L2 正

则化因子为 0.000 1，其训练结果如图 4 所示。

从图 4 可以发现，DL⁃ERT 的训练损失和验证

损失都快速下降并最终趋近于零，且二者几乎同步

收敛差距极小，表明模型在训练集和验证集上都达

到了较好的拟合效果，未出现过拟合现象。现选取

测试集中某一样本为例，分别将 CNN⁃GRU、ERT
和 DL⁃ERT 模型优化后的渗透系数分布值以及实

际情况的渗透系数分布值可视化后如图 5 所示。

由图 5 可知，图 5（a）为实际情况的渗透系数分

布，其左右两侧均存在着一个渗透系数较大的高渗

区，而其余区域渗透系数值较低；图 5（b）为 ERT 反

演的渗透系数分布图，该算法虽然能识别左侧高渗

区，但刻画精度不高，其将左下角的低渗区错误地

赋予了较高渗透值，且对右侧的高渗区仅反演出微

小的局部特征；图 5（c）为 CNN⁃GRU 预测得到的渗

透系数分布图，该算法仅能识别左侧高渗区，且预

测的渗透系数值显著高于实际值，高渗区域的范围

也偏大，其对右侧的高渗区域并未能识别；图 5（d）
则为 DL⁃ERT 预测的渗透系数分布图，发现该算法

对左侧高渗区的识别与刻画表现出了较高的准确

图 3　Vsaft 刺激井布置图

Fig.3　Vsaft stimulation well layout

图 4　DL⁃ERT 网络损失值变化

Fig.4　Changes in loss values of DL-ERT network
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性，虽然对右侧高渗区的刻画仍存在一定偏差，但

其综合反演效果已优于单一算法，表明了该融合算

法在地下水渗透系数预测方面的潜力。最后再将

上述各模型预测得到的渗透系数分布同实际情况

的渗透系数分布进行拟合，分别得到 CNN⁃GRU、

ERT 和 DL⁃ERT 的拟合精度值为 0.726、0.853 和

0.906，各模型的拟合散点图如图 6 所示。

3 非均质含水层室内砂箱试验

为使融合算法具有更好的运用场景，现制作非

均质含水层室内砂箱试验，将 DL⁃ERT 模型运用于

已知渗透系数分布的二维剖面，观测其在实际试验

下的刻画精度。

3.1 试验装置

试验模型如图 7 所示，其主要由上游水箱、砂箱

主体和电阻率数据采集系统三部分组成。上游水

箱用于模拟饱和地下水土壤。砂箱尺寸为 10 cm×
10 cm×30 cm（长×宽×高），由透明亚克力板制成，

板与板连接处的内壁贴有铜片，放电时由导线接地

形成零电压边界。砂箱主体布置有多个监测孔，最

外侧孔距左右两边界的距离为 2 cm，内部相邻监测

孔四周的间距为 3 cm。电阻率数据采集系统则包

括三维层析扫描装置、电池箱和电缆接头等。现选

取砂箱中部的 9 个监测孔布设电极，以避免上下边

界试验器材的影响，将其连接到电阻率数据采集系

统，用于收集对砂箱内部某一电极进行放电时其余

监测点的电势刺激—响应数据。

另外，本次砂箱试验为更好反映地下水含水层

的非均质性，拟采用两种渗透系数差异较大的砂样

对砂箱主体进行填充，填充范围为 10 cm×10 cm×
10 cm。取其中一个剖面进行渗透系数分布反演研

究，从而对 9 个监测孔进行电势刺激—响应规律的

探索。

3.2 试验步骤

（1）将预处理好的土样分层装入砂箱，每一层

进行压实和刮毛处理，直至试样完全装载。

（2）上游水箱缓慢加入渗透水流，直至砂箱内

部水面与试样顶部平行，停水静置一段时间确保土

壤饱和。

（3）将监测电极与三维层析扫描装置连接并设

定电极布置和供电参数。

（4）进行仪器自检并开始测量，确保设备稳定

图 5　不同模型对某一测试样本的渗透系数预测分布图

Fig.5　Distribution of permeability coefficient predictions of 
different models for a test sample

图 6　不同模型对测试集的散点拟合精度图

Fig.6　Scatter plot of fitting accuracy for test set using differ⁃
ent models

图 7　砂箱装置示意图

Fig.7　Schematic diagram of sandbox setup
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并检查电极接触情况。

（5）开始测量，通过电源向特定电极通电并采

集剩余电极的响应数据。重复九组，每组测量后停

止供电 0.2 s，以避免极化反应。

3.3 电势响应特征分析

设置在砂箱内部的二维剖面一共布设了 9 个电

极，每个电极在放电时有其余 8 个电极在接收电势

刺激信号，最后共能得到九组响应数据。由于测量

时可能会有电极极化、电极接触不良、线路老化等

原因会造成一些数据产生误差。而当测量的电势

数据存在较大误差时，直接将全部刺激—响应数据

带入模型进行反演将会对反演结果造成显著的影

响。因此，在反演之前需要对电极进行电势响应特

征分析，以确保测量数据的合理性。现分别对 9 个

电极的测量数据进行电势刺激—响应特征分析，将

响应数据可视化后如图 8 所示。

从图 8 可以看出，当一个电极进行放电时，距离

较近的电极接收到的电势信号较强，距离较远的电

极接收到的信号较弱，整个电势响应分布大致以刺

激源点为圆心向四周渐弱扩散，这与实际物理现象

一致。因此，该试验的 9 组电极电势刺激—响应数

据均可以用于后续的电阻率分布反演分析。

3.4 渗透系数反演精度对比分析

将 3.3 小节所得的所有电势刺激—响应数据分

别 带 入 克 里 金 插 值 法 、ERT、CNN⁃GRU 以 及

DL⁃ERT 中进行地下水含水层渗透系数的预测反

演，再把各模型所得的渗透系数分布同已知的真实

渗透系数分布进行可视化，结果如图 9 所示。

从图 9 可以发现，在图 9（a）已知的真实渗透系

数分布中，高渗区域主要位于右侧中部及左侧小范

围区域，其余区域的渗透系数较低。图 9（b）是传统

算法克里金插值法刻画的含水层渗透系数分布，该

算法可以刻画右侧高渗区域，但结果并不精准，其

范围偏大，且对左侧的高渗区未能识别。图 9（c）是

ERT 反演得到的渗透系数分布，该算法可以大致刻

画左右两侧的高渗区域，但与真实分布对比，ERT
对渗透高值的刻画存在较大误差，导致总的反演高

渗范围整体偏大。图 9（d）为 CNN⁃GRU 预测所得

的渗透系数分布图，该算法预测的左右两侧高渗区

整体向上偏移，且网络对极端值的预测并不准确，

将较大部分的低渗区错误的赋予了高渗透值，导致

图 8　剖面 9 个电极电势响应特征图

Fig.8　Potential response characteristics of 9 electrodes along 
profile

图 9　不同模型反演渗透系数分布图

Fig.9　Distribution of permeability coefficient inversion using 
different models
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总的预测范围具有较大差异。图 9（e）则为联合解

译模型 DL⁃ERT 预测所得的渗透系数分布图，相比

于上述其他方法可以发现，DL⁃ERT 对右侧的高渗

区域刻画更为精准，尽管左侧高渗区域的刻画略有

偏差 ，但是其结果也与真实渗透系数分布较为

接近。

最后，为了更为直观的对比各方法对渗透系数

刻画效果的优劣，将它们各自反演预测所得的渗透

系数分布同已知的砂箱试验真实渗透系数分布作

拟合精度分析，各模型的拟合精度散点图如图 10
所示。

从图 10 可知，上述 4 种模型的拟合精度值分别

为 0.707、0.836、0.760和 0.895。分析结果表明：克里

金插值法可能受限于电极布设的限制，其插值精度

较低；ERT 得益于 SLE 算法对物理规律的运用，该

方法实现了较高的渗透系数反演精度；CNN⁃GRU
在面对复杂地下水渗透系数分布时模型泛化性还不

够充分，但也展现出较高的运用潜力；而结合物理机

理与深度学习的融合算法 DL⁃ERT 则较为完整的

预测出了真实渗透系数的分布情况，在精度和适用

性方面都优于其他方法。

4 结  论

根据残差网络将 CNN⁃GRU 和 ERT 进行优化

集成学习，基于含水层电势刺激与响应的数值模拟

提出了一个联合多方法解译电势信号的 DL⁃ERT
算法模型。对其开展室内砂箱试验，将该算法模型

与多个传统模型都运用于已知渗透系数分布的二

维剖面作对比论证，观测各个算法模型在地下水含

水层的渗透系数刻画精度，所得结论如下：

（1）模型训练过程中，训练损失和验证损失都

快速下降，两者趋势一致且最后的收敛均趋近于

零，表明 DL⁃ERT 模型的学习能力强，具有较好的

泛化性能。

（2）以测试集的某一样本为例，DL⁃ERT 模型

的渗透系数预测值与真实值拟合精度达到了 0.906，
优于单一算法 CNN⁃GRU 的精度值 0.726 和 ERT
的精度值 0.853。从云图可视化结果来看，DL⁃ERT
模型确实集成了两种算法的优势，其预测结果能更

准确地反映实际渗透系数的分布情况。

（3）在实际试验下，克里金插值法的精度最低，

DL⁃ERT 模型的预测效果最好。虽然 DL⁃ERT 模

型刻画的左侧高渗区域范围偏大，但是相比于其它

算法模型，其预测精度也提升了 7%~17%。表明

了该模型在实际工程运用方面的潜力。
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